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บทคัดย่อ 
 

 การเฝ้าระวังและรายงานอุบัติเหตุเพ่ือการบริหารจัดการจราจรในปัจจุบัน ดำเนินการโดยการเฝ้าระวัง 
และตรวจสอบโดยการดูภาพเหตุการณ์จากกล้องวงจรปิด ซึ่งเป็นวิธีการที่ตรวจหาเหตุการณ์อย่างล่ าช้า
และต้องใช้จำนวนคนปฏิบัติงานจำนวนมาก ด้วยปัจจุบันเทคโนโลยีการสื่อสารและสังคมออนไลน์เข้ามา 
มีบทบาทต่อการรายงานเหตุดังกล่าว จึงเกิดงานวิจัยในการตรวจสอบเหตุการณ์ อุบัติเหตุที่สนใจ 
จากข้อความที่รายงานผ่านสื่อสังคมออนไลน์สำหรับภาษาไทย ที่ในปัจจุบันยังไม่มีงานวิจัยหรือแพลตฟอร์ม
ในการทำงานสนับสนุนการทำงานรูปแบบนี้อย่างชัดเจน 
 งานวิจัยนี้นำเสนอการพัฒนารูปแบบการเรียนรู้จำแบบโครงข่ายประสาทเทียม เพ่ือการแก้ปัญหา
การจำแนกรูปแบบอุบัติการณ์และการระบุความรุนแรงของอุบัติการณ์จากข้อความบนสื่อสังคมออนไลน์
ภาษาไทย โดยใช้รูปแบบการเรียนรู้เชิงลึกแบบ MLP, CNN, Bi-LSTM และ LSTM+CNN ซ่ึงออกแบบ 
โดยแบ่งการศึกษาออกเป็น 3 รูปแบบ ประกอบด้วยการตรวจสอบ รูปแบบการระบุการเกิดอุบัติการณ์
จราจร ที่สามารถระบุการรายงานว่าเป็นข่าวสารทั่วไปหรือการรายงานข้อมูลทางด้านจราจร  รูปแบบ 
การระบุรูปแบบของอุบัติการณ์ ประกอบไปด้วย สภาพจราจร อุบัติเหตุ การเกิดภัยพิบัติ ทางชำรุด หรือ 
อ่ืน ๆ นอกเหนือจากรูปแบบที่กล่าวถึง และรูปแบบการระบุระดับความรุนแรงของอุบัติการณ์ ประกอบไปด้วย 
ระดับปกติ ระดับกลาง ระดับปิดกั้นช่องจราจรหรือหยุดนิ่ง โดยผลการทดลองแสดงให้เห็นความสามารถ
ของการเรียนรู้แบบ CNN+LSTM ที่มีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ได้ดีที่สุดเท่ากับร้อยละ 
93.44 และ CNN มีผลลัพธ์ในการระบุรูปแบบของอุบัติการณ์ได้ดีที่สุดเท่ากับร้อยละ 85.29 และวิธีการ 
LSTM สามารถระบุระดับความรุนแรงของอุบัติการณ์ได้ดีที่สุดเท่ากับร้อยละ 88.53 
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ABSTRACT 

 

The surveillance and reports on accidents for the current traffic management are 
carried out by viewing and inspecting CCTV footage. This method is slow to detect 
incidents and requires a lot of manpower. Since nowadays communication technology and 
social media play a role in reporting such incidents, this research has been conducted to 
investigate accidents of interest from text messages reported on social media in Thai. There 
is currently no research or platform that supports this type of work clearly. 

This research presented the development of a neuron network memory-learning 
model to solve the problem of incidence pattern classification and incidence severity 
identification from social media messages in Thai. Using deep learning models, such as 
MLP, CNN, Bi-LSTM, and LSTM+CNN, the study was designed and divided into three 
experimental patterns. This included examining patterns to identify traffic incidents that 
may be reported as general news or traffic reporting; examining patterns to indicate the 
type of incidents, such as traffic accidents, disasters, damaged roads, or others other than 
those mentioned; and examining patterns to specify the severity levels of the incidents, 
such as normal, intermediate, traffic lane blocking, or immovable. The experiments 
demonstrated the capability of CNN+LSTM learning models with the best incidence 
detection result at 93.44 %. The CNN model gave the best result in identifying a pattern 
of incidence at 85.29 %, and the LSTM model was best able to determine the severity 
levels of the incidence at 88.53 %.  
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บทท่ี 1 
 

บทนำ (Introduction) 
 
 

 การศึกษาวิจัยการพัฒนารูปแบบการรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนที่
กรุงเทพมหานครจากข้อมูลทวิตเตอร์วิธีการเรียนรู้เชิงลึก เป็นการวิจัยเชิงคุณภาพที่มุ่งเน้นผลลัพธ์ 
ในการแก้ปัญหาและหาคำตอบที่มีประสิทธิภาพ กระบวนการแก้ปัญหารูปแบบการเรียนรู้เชิงลึก  
ซึ่งเป็นวิธีการรูปแบบหนึ่งของปัญญาประดิษฐ์ โดยในเบื้องต้น บทนำนี้จะกล่าวถึง ความเป็นมาและ
ความสำคัญของปัญหา วัตถุประสงค์ ขอบเขตของการศึกษา สมมติฐาน กรอบแนวความคิดและ
ประโยชน์ที่คาดว่าจะได้รับ ดังนี้ 
 
1.1 ความเป็นมาและความสำคัญของปัญหา 
 ในปัจจุบันการรายงานอุบัติการณ์ทางการจราจรทางบกของหน่วยงานที่เกี่ยวข้อง และในแต่ละ
หน่วยงานที่รับผิดชอบมีวิธีการในการรายงานหลากหลายวิธีการ เช่น การรายงานผ่านสถานีวิทยุ 
(Radio) การรายงานผ่านช่องทางโทรทัศน์ (Television) หรือการรายงานผ่านสื่อสังคมออนไลน์ (Social 
Media) เป็นต้น ทำให้การลงทุนเกิดความซ้ำซ้อนบนความหลากหลายของช่องทาง ทำให้ประชาชนหรือ
ผู้รับข้อสารไม่สามารถกำหนดหรือเลือกช่องทางที่เหมาะสมเพียงหนึ่งได้ ถึงแม้ว่าในการศึกษาวิจัย 
ในปัจจุบันของ (Theodore, 2015) แสดงให้เห็นว่าเทคโนโลยีด้านการรวบรวมข้อมูลและตรวจจับ 
การเกิดอุบัติการณ์จะมีแนวโน้มไปในทิศทางด้านการรายงานผ่านกลุ่มคนออนไลน์ (Crowdsourcing)  
ในรูปแบบโมบายแอปพลิเคชัน (Mobile Application) เช่น Waze เป็นต้น หรือแพลตฟอร์มสื่อสังคม
ออนไลน์ ในรูปแบบการรองรับหลายแอปพลิเคชัน ทั้งเว็บแอปพลิเคชันและโมบายแอปพลิเคชัน  
เช่น ทวิตเตอร์ (Twitter) เฟซบุ๊ก (Facebook) หรืออินสตาร์แกรม (Instagram) เป็นต้น 
 ความหลากหลายของช่องทางในการรายงานอุบัติการณ์ดงักล่าว แสดงให้เห็นปัญหาในการเข้าถึง
การรับทราบข้อมูลข่าวสารอุบัติการณ์จราจรที่มีทางเลือกหลากหลายช่องทาง นโยบายภาครัฐ 
ในการบูรณาการณ์ข้อมูลแบบศูนย์กลาง เช่น โครงการพัฒนาศูนย์บูรณาการขนส่งต่อเนื่องหลาย
รูปแบบแห่งชาติ (National Multimodal Transport Integration Center: NMTIC) ระยะ 1 ถึง 3 
หรือระบบรายงานสถานการณ์อุบัติเหตุบนโครงข่ายของกระทรวงคมนาคม (Thailand Road 
Accident Management Systems: TRAMS) หรือระบบสารสน เทศ อุบั ติ เหตุบนทางหลว ง 
(Highway Accident Information Management System: HAIMS) ของกรมทางหลวง เป็นต้น 
ดังข้อมูลโครงการดังกล่าวเป็นตัวสะท้อนถึงความพยายามและความต้องการในการรวบรวมข้อมูล 
ของหน่วยงานที่รับผิดชอบหรือเกี่ยวข้อง ซึ่งเป็นมูลเหตุหลักในการศึกษาวิจัยแหล่งที่มาของข้อมูล 
ที่หลากหลายเพ่ือการรวบรวมเป็นหนึ่งตามแนวโน้มของเทคโนโลยีปัจจุบันที่กล่าวถึงในข้างต้น  
ทั้งนี้จากสถิติการใช้งานอินเทอร์เน็ตของดาต้ารีพอร์ตทอล (Datareportal, 2020) ประจำเดือน
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มกราคม ปี 2020 จะแสดงให้เห็นว่าสื่อสังคมออนไลน์เป็นช่องทางการรับข้อมูลข่าวสารที่มีผู้ใช้งาน
จำนวนมาก โดยประชากรส่วนใหญ่ในประเทศไทยใช้อินเทอร์เน็ตเป็นอันดับที่ 5 ของโลก มีค่าเฉลี่ย 
9.01 ชั่วโมงต่อวัน บนแพลตฟอร์มสื่อสังคมออนไลน์ 3 อันดับแรกในประเทศไทยประกอบด้วย  
เฟซบุ๊ก จำนวน 47 ล้านบัญชี อินสตาร์แกรม 12 ล้านบัญชี และทวิตเตอร์ 6.55 ล้านบัญชี ทั้งนี้ 
ทวิตเตอร์เป็นหนึ่งในสื่อสังคมออนไลน์ที่เป็นที่นิยมอยู่ในปัจจุบัน และมีความสามารถในการระบุ
ตำแหน่ง (Geo-Tag) โดยการอ่านข้อมูลผ่านชุดโปรแกรมนักพัฒนา ซึ่งจะทำให้การวิจัยและพัฒนา
สามารถระบุตำแหน่งที่มาของข้อมูลได้ในอนาคต 
 ดังข้อมูลสถิติและการศึกษาทบทวนในเบื้องต้น นอกจากปัญหาความหลากหลายของ 
ช่องทางการรายงานข้อมูลนั้น เมื่อศึกษาให้ลึกถึงรายละเอียดและขั้นตอนในการวิเคราะห์รวบรวม
ข้อมูลข่าวสารจะพบว่าการรายงานข้อมูลผ่านสื่อสังคมออนไลน์นั้นมีข้อความข่าวสารอื่นที่ไม่เกี่ยวข้อง
กับการรายงานอุบัติการณ์จราจรอยู่ร่วมจำนวนมาก ซึ่งกระบวนการในการจัดกลุ่มและจำแนก 
การรายงานอุบัติการณ์จราจรนี้ จึงเป็นกระบวนการพิจารณาและตัดสินใจที่สำคัญที่จะทำให้ 
การพัฒนารูปแบบการรวบรวมอุบัติการณ์การจราจรทางบกสามารถดำเนินการไปได้ วิทยาการ
ปัญญาประดิษฐ์ (Artificial Intelligent: AI) ในกลุ่มของจักรกลเรียนรู้  (Machine Learning: ML) นั้น  
เป็นกระบวนการหนึ่ง ที่สามารถนำมาสนับสนุนการตัดสินใจเพ่ือการแก้ปัญหาได้อย่างมีประสิทธิภาพ 
เทคนิคการเรียนรู้ เชิงลึก (Deep Learning: DL) ที่ ใช้ ได้กับปัญหาการรู้จำและจำแนกผลลัพธ์  
แบบอัตโนมัติ (Chen et al., 2019) โดยในการศึกษาวิจัยดังกล่าวนี้ นำเสนอกระบวนการและขัน้ตอน
ในการพัฒนารูปแบบการรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนทีก่รุงเทพมหานครจากข้อมูล
ทวิตเตอร์วิธีการเรียนรู้เชิงลึก  เพ่ือให้ผู้รับข้อมูลข่าวสารสามารถติดตามข่าวสารการรายงาน
อุบัติการณ์การจราจรทางบกทุกเหตุการณ์ที่เกิดขึ้นในเขตพ้ืนที่ตัวอย่างผ่านช่องทางเดียวที่ออกแบบ
และพัฒนาขึ้นในงานวิจัยนี้ 
 
1.2 วัตถุประสงค ์
 1.2.1 เพ่ือรวบรวมและศึกษาแหล่งที่และอ้างอิงการรายงานอุบัติการณ์ที่มีบนทวิตเตอร์ 
 1.2.2 เพ่ือศึกษาทบทวนการจัดกลุ่มและจำแนกการรายงานอุบัติการณ์ในรูปแบบภาษาไทย 
 1.2.3 เพ่ือออกแบบและพัฒนาวิธีการจำแนกรูปแบบการรายงาน เพ่ือการยืนยันการรายงานเหตุ 
ลักษณะการเกิดเหตุ และระดับความรุนแรง วิธีการโครงข่ายประสาทเทียมแบบการเรียนรู้เชิงลึก 
 1.2.4 เพ่ือพัฒนาระบบการรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนที่กรุงเทพมหานคร
ศูนย์กลางจากข้อมลูทวิตเตอร์วิธีการเรียนรู้เชิงลึก 
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1.3 ขอบเขตของการศึกษา 
 1.3.1 ดำเนินการศึกษาทบทวนงานวิจัยภายในประเทศและต่างประเทศที่ เกี่ยวข้อง 
กับการรวบรวมอุบัติการณ์การจราจรทางบกจากสื่อสังคมออนไลน์ที่ผ่านมา โดยไม่จำกัดรูปแบบภาษา
หรือประเทศในการรายงานข้อมูลอุบัติการณ์ เพ่ือเป็นศึกษากระบวนการ วิธีการ และผลลัพธ์ที่ได้ 
จากการศึกษาวิจัย 
 1.3.2 ดำเนินการรวบรวมข้อมูลการรายงานอุบัติการณ์ (Abnormal) และเหตุการณ์ปกติ 
(Normal) บนทวิตเตอร์จากกลุ่มเป้าหมายที่เลือกในระหว่างช่วงวันที่และเวลาเดียวกัน โดยมีจำนวน
ข้อมูลเหมาะสมต่อการเป็นตัวแทนข้อมูลการรายงานอุบัติการณ์ในระยะเวลา 1 ปี 
  1.3.2.1 ข้อมูลสำหรับการเรียนรู้ (Training Dataset) 
  1.3.2.1 ข้อมูลสำหรับการทดสอบประสิทธิภาพ (Testing Dataset) 
 1.3.3 ดำเนินการออกแบบและพัฒนารูปแบบการรวบรวมอุบัติการณ์การจราจรทางบก 
ในเขตพ้ืนที่กรุงเทพมหานครจากข้อมูลทวิตเตอร์ โดยประกอบไปด้วย 
  1.3.3.1 กระบวนการรวบรวมและคัดกรองข้อมลูจากแหล่งข้อมูลทีส่นใจจากทวิตเตอร์ 
  1.3.3.2 กระบวนการแบ่งคำจากประโยค 
  1.3.3.3 กระบวนการรู้จำและแยกแยะอุบัติการณ์จราจรกับเหตุการณ์ปกติ 
  1.3.3.4 กระบวนการรู้จำและจัดกลุ่มรูปแบบของอุบัติการณ์ 
  1.3.3.5 กระบวนการรู้จำและจัดระดบัความรุนแรงของอุบัติการณ์ 
 1.3.4 ดำเนินการทดสอบและประเมินประสิทธิภาพของรูปแบบการรวบรวมอุบัติการณ์การจราจร
ทางบกในเขตพ้ืนที่กรุงเทพมหานครจากข้อมูลทวิตเตอร์ โดยประกอบไปด้วย 
  1.3.4.1 ความถูกต้องในการแยกแยะอุบัติการณ์กับเหตุการณ์ปกติ 
  1.3.4.2 ความถูกต้องในการจัดกลุม่รูปแบบของอุบัติการณ์ 
  1.3.4.3 ความถกูตอ้งในการจัดระดับความรุนแรงของอุบัติการณ ์
 1.3.5 ดำเนินการจัดทำระบบรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนที่กรุงเทพมหานคร 
ศูนย์กลางจากข้อมูลทวิตเตอร์ต้นแบบ ที่สามารถให้บริการประชาชนและผู้รับข้อมูลข่าวสาร 
แบบสาธารณะ ณ จุดบริการข้อมูลเดียวได้ 
 1.3.6 ดำเนินการออกแบบกระบวนการจัดการระบบรวบรวมอุบัติการณ์การจราจรทางบก 
ในเขตพ้ืนที่กรุงเทพมหานครจากข้อมูลทวิตเตอร์ให้มีความยั่งยืนที่ตอบสนองต่อ สังคม เศรษฐกิจและ
สิ่งแวดล้อมได้ 
 
1.4 สมมติฐาน  
 การรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนที่กรุงเทพมหานครจากข้อมูลทวิตเตอร์วิธี 
การเรียนรู้เชิงลึก สามารถแยกแยะการรายงานอุบัติการณ์และเหตุการณ์ปกติ การระบุรูปแบบ และระดับ
ความรุนแรง จากข้อความภาษาไทย ได้อย่างถูกต้องที่ค่าเฉลี่ยไม่น้อยกว่า 80 % โดยพิจารณาอ้างอิง
จากผลลัพธ์การศึกษาวิจัยระดับนานาชาติที่ผ่านมา 
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1.5 กรอบแนวความคิด 
 ในการศึกษาวิจัยการพัฒนารูปแบบการรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนที่
กรุงเทพมหานครจากข้อมูลทวิตเตอร์วิธีการเรียนรู้เชิงลึกในเบื้องต้นจะพบว่า ในงานวิจัยที่ผ่านมา 
Chen et al. (2019) นำเสนอวิธีการและขั้นตอนที่ มีลักษณะในการแก้ปัญหาที่คล้ายคลึงกัน  
โดยในงานวิจัยนี้จะนำกรอบแนวความคิดดังกล่าวมากำหนดขั้นตอนให้สอดคล้องต่อแนวทางการวิจัย  
4 ขั้นตอน ดังประกอบไปด้วย 
 1.5.1 กระบวนการรวบรวมและคัดกรองข้อมูลจากแหล่งข้อมูลที่สนใจจากทวิตเตอร์ 
  1.5.1.1 การพิจารณาเลือกแหล่งที่มาของข้อมูล 
   การวิจั ยการพัฒนารูปแบบการรวบรวมอุบั ติการณ์ การจราจรทางบกนี้   
จะพิจารณาเลือกแหล่งที่มาของข้อมูลข่าวสารอุบัติการณ์จากบัญชีทางการ (@ Official ID) ที่มีการ
ประชาสัมพันธ์ข้อมูลข่าวสารในเขตพ้ืนที่กรุงเทพมหานครอย่างต่อเนื่องจนถึงปัจจุบัน และมีจำนวน
ข้อความต่อวันมากที่สุดตามลำดับ ทั้ งนี้การกำหนดเลือกแหล่งที่มาผู้วิจัยจะไม่จำกัดจำนวนบัญชี  
แต่จะเลือกใช้บัญชีที่มีการแจ้งข้อมูลข่าวสารอย่างต่อเนื่องไม่น้อยกว่า 10 ข้อความต่อวัน 
   ทั้งนี้ในการรวบรวมบัญชีของการรายงานข้อมูลอุบัติการณ์จราจรทางบก 
ในเขตพ้ืนที่กรุงเทพมหานครนั้น ไม่มีการจัดกลุ่มบัญชีให้เรียกใช้งานได้ทันที ผู้วิจัยจะต้องดำเนิน 
การค้นหาบัญชีทางการในการรายงานอุบัติการณ์ผ่านการค้นหาแบบเนื้อความ (Keyword) และ 
การค้นหาจากคำสำคัญ (# Hashtag) โดยใช้คำค้นหาดังนี้ อุบัติเหตุ ของตกหล่น ปิดการจราจร  
ซ่อมถนน การจราจร และสภาพจราจร กับทั้งสองรูปแบบการค้นหา เพ่ือเก็บรวบรวมรายชื่อบัญชี
ทางการและคัดเลือกจากปริมาณข้อความทวีตต่อวันต่อไป 
  1.5.1.2 การรวบรวมและคัดกรองข้อมูลตัวแทนในการเรียนรู้และทดสอบ 
   เมือ่การวิจัยมีรายชื่อบัญชีทางการของช่องทางรายงานอุบัติการณ์จราจรทางบก
เป็นที่เรียบร้อยแล้ว ผู้วิจัยดำเนินการเก็บรวบรวมข้อมูลตัวแทนในการเรียนรู้ (Training Dataset) 
และการทดสอบ (Test Dataset) โดยการพิจารณาปริมาณข้อมูลตั วแทน (Sampling Space)  
จากข้อมูลข้อความทวีตทั้งหมดต่อปี ซึ่งสามารถคำนวณค่าเฉลี่ยข้อความรวมต่อปีได้จากข้อความทวีต
ทัง้หมดกับระยะเวลาที่บัญชีทางการนั้นถูกเปิดใช้งานจนถึงปัจจุบันสำหรับทุกบัญชีทางการที่ถูกเลือก 
โดยจำนวนข้อมู ลตั วแทน  (Cochran, 1963) จะกำหนดให้ ค่ าค วาม เชื่ อมั่ น เท่ ากับ  95 %  
เพ่ือคำนวณหาจำนวนตัวแทนทั้งหมดและนำไปกำหนดขอบเขตปริมาณข้อมูลที่จะต้องจัดเก็บจาก
บัญชีทางการที่รวบรวมข้ึนบัญชีไว้ โดยจะต้องจัดเก็บในระหว่างช่วงวันที่และเวลาเดียวกันทุกบัญชี 
 1.5.2 กระบวนการแบ่งคำจากประโยค (Word Segmentation) 
  การรับข้อมูลข่าวสารจากทวิตเตอร์จะมีผลลัพธ์ในรูปแบบประโยคหรือกลุ่มคำต่อเนื่อง 
ซึ่งในการนำไปเข้าสู่กระบวนการเรียนรู้หรือกระบวนการตัดสินใจจะต้องดำเนินการแบ่งคำ (Word) 
จากประโยคเทคนิค (Conditional Random Field: CRF) CRF Algorithm จำนวน 11 คำท่ีสามารถ
ต่อเนื่องกันได้สูงสุด หรือเรียกว่า Gram ซึ่งเป็นเทคนิคที่มีประสิทธิภาพและความถูกต้องสูง ร่วมกับ
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คลังข้อความภาษาไทยหมวดรายการสารานุกรม (ศูนย์เทคโนโลยีอิเล็กทรอนิกส์และคอมพิวเตอร์
แห่งชาติ, 2565) และการตรวจสอบคลังคำศัพท์ร่วมกับพจนานุกรม (ราชบัณฑิตยสถาน, 2565) 
 1.5.3 กระบวนการจัดเตรียมข้อมูลและการรู้จำการเรียนรู้เชิงลึก 
  1.5.3.1 การจัดกลุ่มการรายงานแบบอุบัติการณ์จราจรกับเหตุการณ์ปกติ 
   ในเบื้องต้นกระบวนการวิจัยต้องสามารถระบุสถานการณ์ของการรายงาน
อุบัติการณ์ได้ว่าการรายงานข้อมูลดังกล่าวเป็นการรายงานอุบัติการณ์หรือการรายงานข้อมูลข่าวสาร
ทั่วไปอ่ืน ๆ หรือไม่ (Chen et al., 2019) ทั้งนี้ในขั้นตอนการจัดเก็บข้อมูลต้องมีการบันทึกสถานะ 
ของข้อมูลการรายงานว่าเป็นเหตุการณ์ประเภทใด ดังแสดงในตาราง 1.1 โดยในการทดสอบ 
ต้องพิจารณาระหว่างความถูกต้องในการแยกแยะระหว่างข้อมูลที่ เกี่ยวข้องกับการจราจร  
(Traffic Relevant) และข้อมูลข่าวสารทั่วไปทีไ่ม่เก่ียวกับจราจร (Traffic Irrelevant) 
 

ตาราง 1.1 การระบุการเกิดอุบัติการณ์จราจร 
อ้างอิง ความหมาย คำอธิบาย 

0 การรายงานทัว่ไป ข้อมูลข่ าวสารทั่ วไปที่ ไม่ เกี่ ยวกับจราจร หรือ
เหตุการทางการจราจรที่ไม่เป็นปัจจุบัน เช่น ข่าว
ประชาสัมพันธ์องค์กร หรือการเชิญชวนร่วม
กิจกรรมพิเศษภายในพ้ืนที่ หรือการรายงานข่าว
เหตุการณอุ์บัติการณ์ย้อยหลัง เป็นต้น 

1 การรายงานที่เกีย่วข้องกับการจราจร ข้อมูลการรายงานที่ เกี่ ยวข้องกับการจราจรนั้ น 
หมายถึงการรายงานเหตุการณ์จราจรที่กำลังเกิดขึ้น 
ณ ขณะเวลานั้น ๆ หรือการแจ้งสถานการณ์ สิ้นสุด
การจัดการเหตุการณ์ในพ้ืนที่ เป็นต้น 

 

  1.5.3.2 การจัดกลุ่มรูปแบบของอุบัติการณ์ 
   การรายงานอุบัติการณ์จราจรจากหลายแหล่งที่มีจะมีรูปแบบการแจ้งเหตุการณ์
ที่หลากหลาย เมื่อศึกษาทบทวนงานวิจัยที่ผ่านมา ผู้วิจัยจะสามารถนำการรายงานอุบัติการณ์ต่าง ๆ 
จัดกลุ่มตามประเภทของเหตุการณ์ที่เกิดขึ้นได้ 3 รูปแบบ (Agarwal and Toshniwal, 2019) ทั้งนี้
เพ่ือให้การเก็บข้อมูลมีความครอบคลุมต่อรูปแบบการรายงาน ผู้วิจัยกำหนดให้รูปแบบที่ 0 เท่ากับ
เหตุการณ์ที่ไม่สามารถระบุรูปแบบได้ชัดเจน ซึ่งในกระบวนการเรียนรู้จะไม่นำข้อมูลดังกล่าวเข้าสู่
กระบวนการเรียนรู้ โดยมีรายละเอียดดังแสดงในตาราง 1.2 
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ตาราง 1.2 รูปแบบของอุบัติการณ ์
รูปแบบ ความหมาย คำอธิบาย 

0 ไม่สามารถระบุ อุบัติการณ์ท่ีไม่มีการระบุรปูแบบได ้
1 อุบัติเหตุการณ ์(Incident) เหตุการณ์ไม่พึงประสงค์ที่ก่อให้เกิดการกีดขวาง

การจราจรในช่วงระยะเวลาหนึ่ง เช่น รถชน รถเสีย 
หรือ สิ่งของตกหล่น เป็นต้น 

2 ทางชำรุด (Potholes) เหตุการณ์ที่มีผลกระทบต่อการจราจรบนผิวจราจร
ที่ทำให้ผู้ ขับขี่ต้องปรับเปลี่ ยนพฤติกรรมหรือ
ความเร็ว เช่น หลุมบนถนน หรือ การปิดกั้นช่อง
จราจรเพ่ือการดำเนินงานบำรุงรักษา เป็นต้น  

3 สภาพจราจร (Traffic) เหตุการณ์รายงานปริมาณจราจร เป็นการแสดง
กระแสจราจรที่ส่งผลสืบเนื่องต่อการจัดระดับความ
รุนแรงของอุบั ติการณ์  แต่ ไม่ ได้ เป็ นการระบุ
เหตุการณ์ที่ ส่ งผลให้ เกิดการเปลี่ยนแปลงทาง
การจราจรในพ้ืนที่บริเวณดังกล่าว 

 
  1.5.3.3 การจัดระดับความรุนแรงของอุบัติการณ ์
   ในการศึกษาวิจัยนี้ นิยามความรุนแรง 3 ระดับ ตามแนวทางการศึกษาวิจัย 
ที่ผ่านมา (Zunic et al., 2016; Mulyana et al., 2015) ซึ่งในการเก็บข้อมูล ผู้วิจัยกำหนดให้มีระดับ 
0 เพ่ิมเติมพิเศษ ในกรณีไม่สามารถระบุรูปแบบความรุนแรงได้ ดังแสดงในตาราง 1.3 
 
ตาราง 1.3 ระดับความรุนแรงของอุบัติการณ ์

ระดับ ความหมาย คำอธิบาย 
0 ไม่สามารถระบ ุ อุบัติการณ์ที่ไม่มีการระบุความรุนแรงหรือรูปแบบ

การเกิดเหตุที่ชัดเจน ซึ่งไม่สามารถกำหนดระดับ
ความรุนแรงในขั้นตอนเก็บรวบรวมข้อมูลได้ 

1 ระดับปกติ 
(Normal Traffic / Weak Traffic) 

อุบัติการณ์ที่มีความรุนแรงต่ำและไม่ส่งผลกระทบ
ต่อสภาพการจราจร 

2 ระดับกลาง 
(Heavy Traffic / Medium Traffic) 

อุบั ติการณ์ที่ มีความรุนแรงในระดับกลาง โดยมี
ผลกระทบต่อการจราจร 1-2 ช่องจราจร หรือส่งผล
ให้เกิดการชะลอตัวของกระแสจราจร  

3 ระดับปิดก้ันช่องจราจรหรอืหยุดนิ่ง 
(Standstill Traffic / Traffic Jam) 

อุบัติการณ์ที่มีความรุนแรงในระดับสูง ซึ่งหมายถึง
การปิ ดกั้ นทุ กช่ องจราจร หรือส่ งผลกระทบ
การจราจรในพ้ืนที่อยู่ในระดับหยุดนิ่ง 
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 1.5.4 กระบวนการแยกแยะการเรียนรู้เชิงลึก 
  เป็นกระบวนการที่ทำหน้าที่รับข้อมูลคำประกอบประโยคนำข้อมูลเข้าสู่โครงข่าย
ประสาทเทียมเพ่ือหาคำตอบ (Output) กระบวนการทำงานของโครงข่ายประสาทเทียมสามารถ 
ให้ผลลัพธ์ที่มีความถูกต้องที่แตกต่างกันได้อย่างหลากหลายรูปแบบ ทั้งนี้ความถูกต้องแม่นยำจะข้ึนอยู่
กับรูปแบบโครงสร้างภายในโครงข่ายประสาทเทียมของวิธีการเรียนรู้เชิงลึก ซึ่งปัจจุบันมีหลากหลาย
รูปแบบซึ่งในการวิจัยที่ผ่านมามีการนำเสนอผลการเปรียบเทียบประสิทธิภาพการทำงานของ
โครงสร้างที่แตกต่างกัน 3 รูปแบบ (Chen et al., 2019) โดยผู้วิจัยดำเนินการทดลองกับรูปแบบ
โครงสร้างโครงข่ายประสาทเทียม 4 รูปแบบ กำหนดให้ทดลองกับโครงสร้าง (Structure) และ
พารามิเตอร์ (Parameter) ที่แตกต่างกันดังแสดงในตาราง 1.4 
 
ตาราง 1.4 รูปแบบโครงสร้างโครงข่ายประสาทเทยีมภายในของการเรียนรู้เชิงลึก 
ลำดับ เทคนิค 

1 MLP (Multilayer Perceptron: MLP) 
2 CNN (Convolution Neural Network: CNN) 
3 LSTM (Long Short-Term Memory: LSTM) 
4 LSTM + CNN 

 
1.6 ประโยชน์ที่คาดว่าจะได้รับ 
 1.6.1 สามารถพัฒนาแพลตฟอร์มการให้บริการข้อมูลข่าวสารอุบัติการณ์จราจรทางบก 
แบบสาธารณะในนามหน่วยงานสถาบันการศึกษาได้ จากรูปแบบการรวบรวมอุบัติการณ์การจราจร
ทางบกในเขตพ้ืนที่กรุงเทพมหานครจากข้อมูลทวิตเตอร์วิธีการเรียนรู้เชิงลึก 
 1.6.2 ประชาชนหรือผู้รับข้อมูลข่าวสารอุบัติการณ์จราจรทางบกในเขตพ้ืนที่กรุงเทพมหานคร
สามารถรบัข้อมลูข่าวสารได้อย่างรวดเร็วและเชื่อถือได้ ผ่านช่องทางการแจ้งประชาสัมพันธ์ช่องทางเดียว 
 1.6.3 การคมนาคมภายในเขตกรุงเทพมหานครเกิดความคล่องตัวจากการเดินทางแบบกระจาย
ตัวและหลีกเลี่ยงการเข้าพ้ืนที่ให้เกิดปัญหาการแออัดสะสมของประชาชนและภาคการขนส่ง กรณี 
เกิดอุบัตกิารณจ์ราจรทางบกท่ีตำแหน่งใด ๆ ในเขตพ้ืนที่ 
 1.6.4 หน่วยงานภาครัฐที่เกี่ยวข้องสามารถลดค่าใช้จ่ายการลงทุน หรือสามารถปรับเปลี่ยน 
การลงทุนงบประมาณในด้านอืน่ทดแทนการพัฒนาระบบรวบรวมข้อมูลและรายงานอุบัติการณ์จราจร
ทางบกที่มีความซ้ำซ้อนกันในปัจจุบันได้ 
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1.7 นิยามศพัท์ 
 1.7.1 อุบัติการณ์ หมายถึง ทุกเหตุการณ์ที่เกิดขึน้และมีผลกระทบต่อการจราจร โดยเหตุการณ์
ดังกล่าวไม่ต้องเป็นเหตุการณ์ที่เกิดขึ้นบนผิวจราจรเท่านั้น ซึ่งอาจหมายถึงเหตุการณ์ต่าง ๆ ที่เกิดขึ้น
ในพ้ืนที่บริเวณข้างเคียงโดยรอบ และส่งผลกระทบต่อการจราจรในพ้ืนที่ขา้งเคียงใด ๆ เช่น เหตุการณ์
รถชน เหตุการณ์รถเสีย เหตุการณ์สิ่งของตกหล่น เหตุการณ์หมอกควัน หรือเหตุการณ์งานซ่อม
บำรุงรักษาผิวจราจร เป็นต้น  
 1.7.2 สื่อสังคมออนไลน์ หมายถึง แพลตฟอร์มการให้บริการแสดงข้อมูลในลักษณะการแบ่งปัน
ตามเงื่อนไขและความสัมพันธ์แบบโครงข่ายผ่านเครือข่ายการสื่อสารอินเทอร์เน็ตในรูปแบบ 
เว็บแอปพลิเคชัน หรือโมบายแอปพลิเคชัน เช่น ทวิตเตอร์ เฟซบุ๊ก หรือ อินสตาร์แกรม เป็นต้น 
 1.7.3 การเรียนรู้เชิงลึก หมายถึง วิธีการรู้จำแบบอัตโนมัติที่มีการทำงานแบบโครงข่ายประสาท
ของมนษุย์ (Neural Network: NN) จำนวนหลายชั้นมาซ้อนทับกัน (Layer) เพ่ือให้มีความสามารถใน
การแยกแยะ (Classify) ได้ ซึ่งเป็นวิธีการหนึ่งของจักรกลเรียนรู้ 
 
1.8 คำสำคัญ 
 โครงข่ายประสาทเทียม (Neuron Network) การเรียนรู้เชิงลึก (Deep Learning) ทวิตเตอร์ 
(Twitter) อุบัติการณ์ (Incident) สื่อสังคมออนไลน์ (Social Media) 
 



บทท่ี 2 
 

แนวคิดทฤษฎีทีเ่กีย่วข้องและการทบทวนวรรณกรรม 
 
 

 การศึกษาเอกสารและงานวิจัยที่เกี่ยวข้อง เพ่ือให้การรวบรวมข้อมูลและการวิเคราะห์ผลให้ได้ 
ซึ่งคำตอบตามสมมติฐานงานวิจัย ในบทนี้จะกล่าวถึงแนวคิดของทฤษฎีที่ เกี่ยวข้องกับงานวิจัย  
ดังประกอบไปด้วย สื่อสังคมออนไลน์ การจำแนกข้อความ และโครงข่ายประสาทเทียม และนำเสนอ
ผลการศึกษาทบทวนวรรณกรรมที่เกี่ยวข้อง คำสำคัญที่เกี่ยวข้อง ดังนี้ การตรวจจับอุบัติการณ์ 
(Incident Detection) สื่อสังคมออนไลน์ และการเรียนรู้เชิงลึก  เพ่ือนำผลการศึกษาวิจัยที่ผ่านมา
เป็นแนวทางการกำหนดวิธีการวิจัยต่อไป 
 
2.1 แนวคิดทฤษฎีที่เกี่ยวข้อง 
 ในการศกึษาวิจัยแนวทางการรวบรวมอุบัติการณ์การจราจรทางบกในเขตพ้ืนที่กรุงเทพมหานคร จาก
ข้อมูลทวิตเตอร์วิธีการเรียนรู้เชิงลึก ต้องมีการศึกษาถึงองค์ความรู้พื้นฐานที่เกีย่วข้อง ประกอบไปด้วย 
สื่อสังคมออนไลน์ เพ่ือทราบถึงระบบที่มีให้บริการในปัจจุบัน การใช้งานรายงานอุบัติการณ์ วิธีการต่อ
ประสาน เป็นต้น การจำแนกข้อความ เพ่ือให้การศึกษาวิจัยสามารถนำข้อความหรือรายละเอียดที่มี
ลักษณะแบบภาษาธรรมชาติ (Natural Language) ที่ได้จากการรายงานอุบัติการณ์บนสื่อสังคม
ออนไลน์ และการเรียนรู้เชิงลึก เพ่ือการรู้จำและแยกแยะรูปแบบการรายงานอุบัติการณ์ที่มีความ
หลากหลายและซับซ้อน โดยมีรายละเอียดดังนี้ 
 2.1.1 สื่อสังคมออนไลน์ 
  สื่อสังคมออนไลน์ หมายถึง สื่อดิจิทัลที่เป็นเครื่องมือในการปฏิบัติการทางสังคม (Social 
Tool) เพ่ือใช้สื่อสารระหว่างกันในเครือข่ายทางสังคม (Social Network) ผ่านทางเว็บไซต์และโปรแกรม
ประยุกต์บนสื่อใด ๆ ที่มีการเชื่อมต่อกับอินเทอร์เน็ต โดยเน้นให้ผู้ใช้ทั้งที่ เป็นผู้ส่งสารและผู้รับสาร  
มีส่วนร่วม (Collaborative) อย่างสร้างสรรค์ ในการผลิตเนื้อหาขึ้นเอง (User-Generate Content: UGC) 
ในรูปของข้อมูล ภาพ และเสียง ทั้งนี้ประเภทของสื่อสังคมออนไลน์มีหลายชนิด ขึ้นอยู่กับลักษณะของการ
นำมาใช้งาน 
  2.1.1.1 แพลตฟอร์มสื่อสังคมออนไลน์ (Social Media Platform) 
  จากรายงานพฤติกรรมผู้บริโภคด้านดิจิทัลและสื่อสังคมออนไลน์ของ Global Digital 
Report ของ We Are Social และ Hootsuite แพลตฟอร์มด้านการบริหารจัดการสื่อสังคมออนไลน์  
ทีส่ำรวจข้อมูลและพฤติกรรมการใช้งานดิจิทัลของผู้คนทั่วโลก ปี 2564 มีการแสดงสถิติ ให้เห็นว่าปัจจุบันนี้
มีผู้ ใช้ อุปกรณ์พกพาทั่วโลกมากถึง 5.27 พันล้านคน คิดเป็นสัดส่วน 67 % ของประชากรทั้งโลก  
มีจำนวนผู้ใช้มือถือเพ่ิมขึ้น 2.3 % ในปีที่ผ่านมา เพ่ิมขึ้น 117 ล้านคน โดยปัจจุบันมีผู้ใช้อินเทอร์เน็ตทั่ว
โลกมากกว่า 4.80 พันล้านคน คิดเป็น 61 % ของประชากรโลกทั้งหมด (Datareportal, 2020) 
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  ซึ่งเมื่อพิจารณาถึงข้อมูลรายงานของ The Flight 19 Agency ที่จัดทำสรุปข้อมูลผู้ใช้งาน 
แพลตฟอร์มสื่อสังคมออนไลน์หลักของคนไทย จะทำให้เห็นลำดับความนิยมตามช่วงอายุที่แตกต่างกัน  
ซึ่งจะมี 6 แพลตฟอร์มหลักที่เป็นที่นิยมประกอบไปด้วย เฟซบุ๊ก อินสตาร์แกรม ทวิตเตอร์ ยูทูป ติกตอก 
และไลน์ ตามผลการสำรวจประเมิน เมื่อเดือนมีนาคม 2563 (TWF Agency, 2020) 
 

 
ภาพ 2.1 การจัดอันดับความนิยมการใช้งานของสื่อสังคมออนไลน์ในประเทศไทย (TWF Agency, 2020) 

 
  2.1.1.2 ทวิตเตอร์ 
  ทวิตเตอร์ คือ บริการเครือข่ายสังคมออนไลน์ประเภทไมโครบล็อก โดยมีลักษณะการ
ให้บริการในลักษณะการโพสต์ข้อมูลในรูปแบบบล็อกขนาดเล็ก มีเหมือนกับผู้ให้บริการแบบบล็อก
ทั่วไป โดยทวิตเตอร์ถูกก่อตั้งเมื่อเดือนมีนาคม ค.ศ. 2006 สหรัฐอเมริกา ซึ่งในปัจจุบันจะมีรูปแบบ
การให้บริการดังแสดงภาพ 2.1 ทั้งนี้ในการให้บริการของทวิตเตอร์ ระบบสื่อสังคมออนไลน์ดังกล่าวจะ
มีการแบ่งองค์ประกอบสำคัญประกอบไปด้วย 
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• ทวีต (Tweet) เป็นการประกาศข้อมูลข่าวสารโดยไม่มีการกำกับหรือเจาะจงเนื้อหาใด 
ๆ ทั้งนี้ขึ้นอยู่กับผู้ใช้งานเจ้าของบัญชี ลงสื่อสังคมออนไลน์ ปัจจุบันทวิตเตอร์จำกัด
จำนวนการทวีตต่อครั้งได้ไม่เกนิ 280 ตัวอักษร 

• ไอดี (ID) เป็นการอ้างอิงหรือตรวจสอบการอ้างถึงบัญชีโดยตรง เช่น '@username'  
จะส่งเป็นการอ้างอิงถึงบัญชีผู้ใช้ตามไอดีดังกล่าว 

• แฮชแท็ก (Hashtag) คือ การเขียนคำตามหลังสัญลักษณ์ '#’ จะสร้างแฮชแท็กขึ้นมา 
แฮชแท็กจะทำให้คำบางคำเป็นคำที่ค้นหาได้ สำหรับข้อมูลเพ่ิมเติมของแฮชแท็ก  
เพ่ือกำกับประเด็นของการโพสต์ที่เป็นเสมือนคำสำคัญ ซึ่งแฮชแท็กช่วยให้ผู้ใช้งาน 
เข้าสู่ประเด็นสำคัญในการโต้ตอบได้ง่ายขึ้น 

 2.1.2 การจำแนกข้อความ (Text Classification) 
  การจำแนกข้อความหรือการแยกคำจากประโยคเพ่ือการเริ่มต้นกระบวนการเรียนรู้จำ
ข้อความ ซึ่งจะเป็นที่รู้จักในชื่อของการประมวลผลภาษาธรรมชาติ (Natural Language Processing: 
NLP) คือ หนึ่งในสาขาของวิทยาศาสตร์คอมพิวเตอร์ ที่ เกี่ยวกับปัญญาประดิษฐ์และภาษาศาสตร์
คอมพิวเตอร์ (Computational Linguistics) เป็นศาสตร์ที่ศึกษาเกี่ยวกับการทำให้คอมพิวเตอร์สามารถ
สื่อสารโต้ตอบภาษาของมนุษย์ และทำให้คอมพิวเตอร์เข้าใจภาษามนุษย์มากขึ้น ตัวอย่าง เช่น Siri, 
Google Assistant และ Alexa เป็นต้น 
 2.1.3 โครงข่ายประสาทเทียม 
  โครงข่ายประสาทเทียม คือกระบวนการคำนวณทางคณิตศาสตร์ที่จำลองการทำงานตาม
รูปแบบการทำงานพ้ืนฐานของโครงข่ายประสาทชีวภาพของสมองโดยโครงข่ายประสาทเทียมดังกล่าวจะ
เรียนรู้การทำงานผ่านข้อมูลตัวอย่างในการเรียนรู้  (Training Dataset) ได้โดยอัตโนมัติ โดยไม่ต้อง
โปรแกรมหรือกำหนดกฎเกณฑ์การทำงานแบบตายตัว 
  2.1.3.1 โครงสร้างและองค์ประกอบ (Structure and Component) 
  โครงสร้างและองค์ประกอบของโครงข่ายประสาทเทียม เริ่มต้นที่หน่วยประมวลผลย่อย  
ซึ่งจะถูกเรียกว่า โนด (Node) โดยโนดเป็นตัวแทนการจำลองลักษณะการทำงานของเซลล์การส่งสัญญาณ
ระหว่างโนดที่เชื่อมต่อกันในรูปแบบโครงข่ายดังเช่นการเชื่อมโยงของระบบประสาท โดยโครงสร้างพ้ืนฐาน
ของโครงข่ายประสาทเทียมจะแบ่งขั้นตอนการประมวลผลไว้ 4 ส่วน ประกอบไปด้วย ชั้นนำเข้าข้อมูล 
(Input Layer) ชั้ นประมวลผลภายใน (Hidden Layer) ชั้นผลลัพธ์  (Output Layer) และ ชั้นการ 
คาดทำนายผลลัพธ์ (Prediction) โดยมีรายละเอียดดังนี้ 
   1) ชั้นนำเข้าข้อมูลเข้า คือ ข้อมูลขาเข้า ซ่ึงข้อมูล Xn แต่ละโนดเท่ากับตัวแทนของ 
Feature ที่นำข้อมูลเข้า หรือหมายถึงคอลัมน์ของข้อมูล เช่น สถานการณ์ สภาพอากาศ ระดับความติดขัด
ทางการจราจร เป็นต้น 
   2) ชั้นประมวลผลคือ ชั้นที่มีส่วนประมวลผลอยู่ภายในและสามารถมีได้มากกว่า
หนึ่งชั้น ซึ่งในแต่ละชั้นจะมีหน่วยประมวลผลที่เรียกว่า Neuron ที่ทำหน้าที่รับข้อมูลจากโนดของเลเยอร์
ก่อนหน้าทุกตัวมาประมวลผล โดยใช้ฟังก์ชันเชิงเส้น (Linear Function) ร่วมกับค่าน้ำหนัก w ของข้อมูล
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โนดจากเลเยอร์ก่อนหน้าแต่ละตัว เพ่ือคำนวณหาผลลัพธ์ Z และนำเข้าสู่แอคทีฟฟังก์ชัน (Activation 
Function) ซ่ึงมีหลากหลายรูปแบบ เช่น Sigmoid, Tanh หรือ RELU เป็นต้น 
   3) ชั้นผลลัพธ์ คือชั้นที่ประมวลผลแอคทีฟฟังก์ชันทั้งหมดจากชั้นก่อนหน้า ข้อมูล
จากโนดของเลเยอร์ก่ อนหน้ า an ร่วมกับค่าน้ ำหนั ก W[2] เป็ นผลลัพธ์  Z สำหรับการคำนวณ 
ในแอคทีฟฟังก์ชัน เช่น Sigmoid Function ได้ผลเป็น a[2] เพ่ือการนำเข้าสู่ขั้นตอนการคาดการณ์ทำนาย
ผลลัพธ์ต่อไป 
   4) ชั้นการคาดทำนายผลลัพธ์ เป็นการนำผลลัพธ์ที่ได้จากแอคทีฟฟังก์ชันของ 
ชั้นผลลัพธ์มาตัดสินใจ (Decision Function) เพ่ือระบุผลลัพธ์สุดท้ายในรูปแบบเงื่อนไขในลักษณะลอจิก 
0 หรือ 1 สำหรับการนำไปใช้งานต่อไป 
 

 
ภาพ 2.2 โครงสรา้งและองค์ประกอบของโครงข่ายประสาทเทียม (ชิตพงษ์ กิตตินราดร, 2563) 

 
  2.1.3.2 การเรียนรู้เชิงลึก  
  ในปัจจุบันโครงข่ายประสาทเทียมแบบการเรียนรู้เชิงลึก ประสบความสำเร็จ ในด้านการรู้จำ
ภาพคอมพิวเตอร์ การรู้จำเสียงพูด และการประมวลผลภาษามนุษย์ และในงานการเรียนรู้และจำแนก 
ที่หลากหลาย ซ่ึงมีการพัฒนาประยุกต์ใช้ให้มีความแม่นยำมากขึ้นอย่างต่อเนื่อง ซ่ึงต่อมามีการนำรูปแบบ
การเรยีนรู้เชิงลึกมาใช้ในการจำแนกข้อมูลการรายงานอุบัติการณ์จราจรทางบกแทนวิธีการรูปแบบอ่ืน ๆ  
   1) โครงข่ายประสาทเทยีมแบบเรียนรู้เชิงลึก (Deep Neural Network: DNN) 
   โครงข่ายประสาทเทียมสำหรับการเรียนรู้เชิงลึกพ้ืนฐาน (Min et al., 2016)  
ทีใ่ช้ศึกษาเกี่ยวกับโครงข่ายประสาทเทียมเพ่ือการเรียนรู้เชิงลึก ได้แสดงรูปแบบของโครงข่ายประสาทเทียม 
จำนวน 3 รูปแบบประกอบไปด้วย แบบเพอร์เซปตรอนหลายชั้น (Multilayer Perceptron: MLP) 
แบบเครือข่ายขนาดคงที่  (Deep Belief Network: DBN) และแบบตัวเข้ารหัส (Stacked Auto-
Encoder: SAE) ซึ่งโครงสร้างเครือข่ายแบบต่าง ๆ สามารถได้ดังภาพ 2.2 รูปแบบของโครงข่าย
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ประสาทเทียมเหล่านี้ประกอบไปด้วย ส่วนการนำเข้าข้อมูลหนึ่งชั้น ส่วนในการคำนวณชั้นประมวลผล
ภายในจำนวนหนึ่งชั้นหรือมากกว่า และส่วนผลลัพธ์ (Output) สุดท้ายหนึ่งชั้น โดยแต่ละชั้นเวกเตอร์
ของส่วนอินพุตจะถูกคูณเมทริกซ์ (Matrix) น้ำหนักทำให้ค่าตัวแปรของภายในถูกปรับเพ่ือสร้างเป็น
ผลรวมของน้ำหนัก จากนั้นผ่านฟังก์ชันไม่เชิงเส้น (Nonlinear Function) หรือแอคทีฟฟังก์ชัน เช่น 
ฟังก์ชัน Sigmoid,  ฟังก์ชัน Hyperbolic Tangent Tanh หรือ ฟังก์ชันเชิงเส้น Rectified ซึ่งจะถูก
ใช้ในการคำนวณผลลัพธ์ของชั้นประมวลผลภายใน โดยหลักการทำงานของทั้ง 3 รูปแบบจะมีพ้ืนฐาน
การคำนวณและกระบวนการทำงานพ้ืนฐานเช่นเดียวกัน แต่จะมีความแตกต่างระหว่าง MLP, SAE 
และ DBN คือ การออกแบบชั้นประมวลผลภายในเท่านั้น 
 

   
(ก) MLP Network (ข) DBN Network (ค) SAE Network 

ภาพ 2.3 โครงข่ายประสาทเทียมแบบการเรียนรู้เชิงลึก (Wang et al., 2019) 
 
   MLP หรือ โครงข่ายประสาทเทียมแบบการเรียนรู้เชิงลึกรูปแบบเพอร์เซ็ปตรอน 
หลายชั้น ซึ่งทำงานแบบโครงข่ายประสาทเทียมที่ประมวลผลไปเรื่อย ๆ ซ่ึงมีอย่างน้อยสามชั้น  
(หนึ่งชั้นนำเข้า หนึ่งชั้นภายใน หนึ่งชั้นผลลัพธ์) โดยแต่ละโนดจะเชื่อมต่อไปยังโนดทั้งหมดของ 
ชั้นถัดไป ค่าน้ำหนักของตัวแปรในชั้นภายในจะถูกปรับภายใต้กระบวนการกระจายย้อนกลับ  
(Back Propagation: BP) จากงานวิจัยที่ผ่านมาพบว่า MLP มีแนวโน้มการให้ผลลัพธ์ที่ดีเมื่อมีจำนวน
ข้อมลูในการเรียนรู้มากเพียงพอต่อจำนวนชั้นทั้งหมดของโครงสร้างนั้น ๆ 
   ทั้งนี้โครงสร้างเครือข่ายและกระบวนการการปรับค่าของ DBN และ SAE จะ
แตกต่างกับ MLP โดยชั้นผลลัพธ์จะมีตัวแปรภายในสำหรับการปรับค่าเบื้องต้น เป็นตัวแปรที่สามารถ
ปรับเปลี่ยนได้แบบไม่ต้องการเรียนรู้ ซึ่งเป้าหมายของการค้นหาชุดน้ำหนักเริ่มต้นที่เหมาะสมชุดหนึ่ง
สำหรับลำดับชั้นผลลัพธ์นั้น  ตัวแปรในเลเยอร์ดั งกล่าวจะถูกปรับเปลี่ยนเลเยอร์ส่วนบนมี  
ตัวการจำแนก หรือคาดการณ์จากการเรียนรู้ ดังนั้นรูปแบบการทำงานดังกล่าวสามารถช่วยลดจำนวน
ข้อมลูที่ใช้ในการเรียนรู้ลงได ้
   ในส่วนของการทำงานแบบ DBN นั้น กำหนดให้กำหนดชั้นเลเยอร์ตามรูปแบบ
ของ RBM (Restricted Boltzmann Machines: RBM) ซึ่งประกอบไปด้วย โครงข่ายประสาทเทียม
สองส่วน โดยส่วนที่หนึ่งจะเป็นการเชื่อมโยงระหว่างเลเยอร์ชั้นนำเข้ากับเลเยอร์ชั้นถัดไปที่มีจำนวน
โนดที่น้อยกว่าลงตามลำดับ โดยเชื่อมต่อเข้าสู่โครงข่ายประสาทเทียมส่วนที่สองที่ตำแหน่งเลเยอร์
สมมาตร โดยส่วนที่สองจะมีจำนวนโนดในเลเยอร์เพ่ิมขึ้นไปจนสิ้นสุดกับเลเยอร์ผลลัพธ์ รูปแบบ



 
14 

 

โครงสร้างดังกล่าวมีจุดประสงค์ เพ่ือลดข้อผิดพลาดที่อาจจะเกิดจากโนดสมาชิกภายในให้น้อยที่สุด  
ในลักษณะการนำเข้าข้อมูลสู่กระบวนการ Encode และ Decode เพ่ือการส่งออกเลเยอร์ผลลัพธ์ต่อไป  
   ในงานวิจัยหลายงานที่ผ่านมาแสดงให้เห็นการประยุกต์ใช้ DBN ในงานรู้จำ
คำพูด (Hinton et al., 2012), การจำแจกเสียง (Lee et al., 2009) และการเข้าใจภาษาธรรมชาติ 
(Sarikaya et al., 2014), การรู้จำวัตถุ (Maria et al., 2016), การบีบอัดภาพ (Theis et al., 2017) 
และแก้ไขวีดีโอ (Song et al., 2018) และ RBM ถูกใช้ในการจดจำใบหน้า (Teh et al., 2000) และ
การค้นหาข้อมลูในสื่อสังคมออนไลน์ (Wang and Li, 2016) ซึ่งจะสังเกตได้ว่ามีงานวิจัยจำนวนมากที่
นำ DL มาประยุกตใ์ช้ในงานที่หลากหลายได ้
   2) โครงข่ายประสาทเทียมแบบคอนโวลูชัน 
   โครงข่ายประสาทแบบคอนโวลูชันเป็นที่รู้จักจากความสำเร็จในการแข่งขันการ
จำแนกภาพของ ImageNet (Krizhevsky et al., 2012) และภายหลังถูกนำมาใช้อย่างแพร่หลาย 
ในการจัดหมวดหมู่วิดีโอ (Karpathy et al., 2014) การรู้จำการเคลื่อนไหวและกระทำ (Wang et al., 
2018) และการจำแนกประโยค (Kim, 2014) รูปแบบของ CNN เริ่มจากคอนโวลูชันเลเยอร์  
ซึ่งมีวัตถุประสงค์ในการดึงรูปแบบสำคัญของข้อมูลสำหรับการเรียนรู้ โดยกระบวนการจะประกอบ 
ไปด้วย ตัวกรองหลักหลายชั้นที่ถูกใช้เพ่ือเพ่ิมความสมบูรณ์ของข้อมูลและการเปลี่ยนค่าของข้อมูล
ต้นฉบับไปสู่ข้อมลูทีม่ีรูปแบบพร้อมนำไปใช้งานมากยิ่งข้ึน โดยตัวกรองแต่ละลำดับชั้นจะอยู่ในรูปแบบ
ของเมทริกซ์และในแต่ละเมทรกิซ์จะมีค่าประจำตำแหน่งที่เปลี่ยนแปลงได้สำหรับการเรียนรู้ โดยการ 
คอนโวลูชันจะลดขนาดของข้อมูลต้นฉบับตัวกรองที่มีขนาดเท่ากับเคอร์เนล และผลลัพธ์ที่ถูกคำนวณ
ไว้ในแต่ละเคอร์เนลเมทริกซ์ การเลือกทำในรูปแบบเดียวกันทั้งหมดของพ้ืนที่ข้อมูลต้นฉบับในแต่ละ
ลำดับชั้น 
   โดยผลลัพธ์ของแอคทีฟฟังก์ชันในเลเยอร์คอนโวลูชันจะถูกส่งเข้าสู่กระบวนการ
พูลลิ่งเลเยอร์ โดยมีวัตถุประสงค์ในการรวมข้อมลูและลดการซ้ำซ้อน โดยในระดับพูลลิ่งเลเยอร์จะทำ
การคำนวณในรูปแบบเดียวกันบนพ้ืนที่ทั้งหมดของเมทริกซ์จากเลเยอร์คอนโวลูชันที่อยู่ก่อนหน้าหนึ่ง
ลำดับชั้น การพูลลิ่งโดยการเลือกค่าสูงสุดบนพ้ืนที่ขอบเขตการพิจารณา หรือการเลือกใช้ค่าเฉลี่ยของ
ค่าทั้งหมดในขอบเขตพ้ืนที่ จะถูกเรียกว่าค่าเฉลี่ยพูลลิ่ง เป็นต้น ทั้งนี้ที่ผ่านมาการคำนวณโดยการพูลลิ่ง
ค่าสูงสุดเป็นแนวทางการใช้งานที่เป็นที่นิยมที่สุดในปัจจุบัน 
   การทำงานรว่มกันระหว่างคอนโวลูชันเลเยอร์และพูลลิ่งเลเยอร์จะสามารถทำซ้ำ
ได้หลายครั้งเพ่ือสร้างโครงข่ายประสาทเทียมที่มีจำนวนข้อมูลป้อนเข้าที่ครอบคลุมและมากเพียงพอ 
ดังแสดงในภาพ 2.4 โดยสถาปัตยกรรมของ CNN จะประกอบไปด้วย คอนโวลูชันเลเยอร์และ 
พูลลิ่งเลเยอร์มากกว่า 1 ชั้น ดังนั้นเลเยอร์จำนวนมากในโครงข่ายประสาทเทียมแบบ CNN จะทำให้มี
โอกาสสูงที่จะสามารถตรวจจับผลลัพธ์ที่ต้องการได้ ในทางกลับกันการเรียกใช้ตัวแปรจำนวนมากนี้
อาจเกิดการปรับค่าตัวแปรที่ไม่เหมาะสมได้เช่นกัน ซ่ึงโดยทั่วไปการทำงานแบบ CNN จะมี 
คอนโวลูชันเลเยอร์จำนวนมากกว่า 2 ชั้นขึ้นไป 
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ภาพ 2.4 สถาปัตยกรรมของโครงข่ายประสาทเทียมแบบคอนโวลูชัน (Wang et al., 2019) 
 
   ในท้ายที่สุดการจับคู่ลักษณะขนาดเล็กจากหลาย ๆ เมทริกซ์เคอร์เนลและ 
แอคทีฟฟังก์ชันจะถูกกำหนดให้มีจำนวนตามข้อมูลป้อนเข้าที่เลเยอร์เชื่อมโยงโครงข่ายประสาทเทียม 
(Fully Connected) โดยเลเยอร์นี้จะถูกใช้ในขั้นตอนสุดท้ายของโครงข่าย CNN เพ่ือใช้สร้างผลลัพธ์
ตามจำนวนที่ต้องการในการนำไปใช้งานต่อไป 
   3) โครงข่ายประสาทเทยีมแบบวนซ้ำ (Recurrent Neural Network: RNN) 
   โครงข่ายประสาทแบบวนซ้ำ เป็นโครงข่ายประสาทเทียมที่มีการออกแบบอย่าง
จำเฉพาะในลักษณะการใช้งานกับข้อมูลแบบเรียงลำดับ และถูกนำไปประยุกต์ใช้งานอย่างกว้างขวาง 
เช่น การรู้จำคำพูด (Graves and Jaitly, 2014) การแปลภาษา (Sutskever et al., 2014) การสร้าง
ข้อความ (Sutskever et al., 2011) และการทำคำบรรยายประกอบวีดีโอ (Gao et al., 2017)  
ดังแสดงในภาพ 2.5 ภายในโครงสร้างแบบ RNN จะมีหน่วยความจำภายในที่เชื่อมโยงและดำเนินการ
แบบประมวลผลตามข้อมูลอินพุตตามลำดับ ซึ่งจะมีประสิทธิภาพในการเรียนรู้เพ่ือการแก้ปัญหาสูง 
โดยความสามารถในการจับคู่ระหว่างลำดับของอินพุตและเอาท์พุตที่เกิดข้ึนได้โดยตรง 
   อย่างไรก็ตามรูปแบบ RNN ได้รับการพัฒนาให้โครงสร้างภายในโนดมีรูปแบบ
ความจำระยะยาวและระยะสั้น ตามความเหมาะสมทางเวลาในและเรียนรู้ โดยมีรปูแบบโครงสร้างการ
ทำงานภายใน ดังแสดงในภาพ 2.6 (ก) และ รูปแบบโครงสร้างภายในแบบ GRU ดังแสดงดังภาพ 2.6 (ข) 
 

 
ภาพ 2.5 โครงข่ายประสาทเทียมแบบรีเคอรเ์รนต์ 
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(ก) LSTM Network (ข) GRU Network 
ภาพ 2.6 รูปแบบโนดภายในของโครงข่ายประสาทเทียมแบบรีเคอร์เรนต์ 

 
2.2 การทบทวนวรรณกรรม 
 2.2.1 การจัดการข้อมูลจราจรขนาดใหญ่ 
 เมื่อข้อมูลขนาดใหญ่มีการเติบโตถึง Petabytes และเริ่มต้นเข้าสู่ยุคที่เทคโนโลยีระบบการสื่อสาร
พ้ืนฐานแบบ 4G ครอบคลุมทั่วโลกและเริ่มต้นนำร่องระบบ 5G เพ่ือการเป็นสมาร์ตซิตี้ (Smart City)  
เต็มรูปแบบได้ ได้มีงานวิจัยที่แสดงให้เห็นการใช้งานจักรยานไฟฟ้า (E-Bike) ในประเทศจีนกำลังได้รับ
ความนิยมเป็นอย่างมาก เนื่องจากมีราคาถูก ประหยัด และมีความยืดยุ่นคล่องตัวสูง ซึ่งเหมาะสำหรับผู้ใช้
ในเขตเมืองที่มีประชากรหนาแน่น แต่ร้อยละ 30 – 60 ของอุบัติเหตุที่เกิดขึ้นบนท้องถนนมีสาเหตุมาจาก
จักรยานไฟฟ้าและใน 1 วัน จะมีจักรยานไฟฟ้าถูกขโมยเฉลี่ยถึง 70 คัน ณ เมืองเวินโจว (Wenzhou) 
รัฐบาลได้ติดตั้งอุปกรณ์สื่อสารที่ใช้พลังงานต่ำที่จักรยานไฟฟ้าและมีอุปกรณ์รับเป็นสถานีสื่อสารต่าง ๆ 
เพ่ือใช้เป็นช่องทางการติดตามรถที่ถูกขโมย โดยผู้วิจัยได้พัฒนาระบบวิเคราะห์และจำลองภาพจากข้อมูล 
ที่ได้จากระบบเก่ามาพัฒนาฟังก์ชันในการวิเคราะห์พฤติกรรมของผู้ใช้ การเผ้าติดตามความเร็วและ
การศกึษาการเคลื่อนของจกัรยานไฟฟ้า โดยใช้ Mapbox API (Jia et al., 2016) 
 

การประมวลผลข้อมูลขนาดใหญ่ในปี 2016 นั้น ได้มีงานวิจัย แพลตฟอร์ม (Platform)  
ของระบบวิเคราะห์จัดการการจราจรบนท้องถนนโดยใช้เทคโนโลยีการจัดเก็บข้อมูลแบบกระจาย 
(Distributed Storage) และเทคนิคการประมวลผลแบบขนาน (Parallel Computing) ซ่ึงทำการ
จัดการเฝ้าติดตามพฤติกรรมของผู้ขับขี่ การตีความสถานะของการจราจรเพ่ือวิเคราะห์ข้อมูลสำคัญ 
ที่เป็นประโยชน์ การใช้เทคนิคการประมวลผลแบบขนานการทำกลุ่มสมาชิก (Clusters) ช่วยให้ระบบ
ตอบสนองได้เร็วขึ้นเวลาที่ ค้นหาหรือวิเคราะห์ข้อมูลจำนวนมาก งานวิจัยใช้ระบบฐานข้อมูล 
ของ Flume และ Hive และใช้ Apache Spark ในการสร้างกลุ่มสมาชิกการประมวลผลแบบขนาน 
(Peng et al., 2016) 
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โดยการศึกษาวิจัยเกี่ยวกับลักษณะเฉพาะของการเคลื่อนที่ของผู้ใช้งานโครงข่ายสัญญาณ
โทรศัพท์ 4G โดยทีมวิจัยกล่าวว่าในปัจจุบันโมเดล (Model) การเคลื่อนที่ของผู้ใช้ สามารถหาได้จาก 
CDR (Call Detail Records: CDR) หรือ WiFi เป็นหลัก ซึ่งวิธีการของ CDR จะใช้ทำงานได้ในขณะที่ผู้ใช้
ก ำ ลั ง ท ำ ก า ร โท ร ศั พ ท์  ห รื อ ส่ ง ข้ อ ค ว า ม  ห รื อ ก า ร ใช้ ติ ด ต า ม จ า ก  WiFi ยั ง ไม่ ได้   
เพ่ือทำให้เข้าใจถึงพฤติกรรมในการเคลื่อนที่ของผู้ใช้งานเครือข่าย (Cellular) ในปริมาณพ้ืนที่ขนาดใหญ่
ได้ ดังนั้นในงานวิจัยนี้จึงศึกษาความแตกต่างของลักษณะเฉพาะในการเคลื่อนที่ที่ได้จากข้อมูลทาง
เครือข่าย 4G กับ CDR และ 3G โดยการประมวลผลข้อมูลขนาดใหญ่จากเครือข่าย 4G ขนาด 6 TB  
บนโปรแกรม Hadoop ซ่ึงผลลัพธ์ของงานวิจัยเป็นข้อมูลจากเครือข่าย 4G สามารถบอกถึงข้อมูล 
ที่ละเอียดกว่า CDR และ 3G (Sun et al., 2016) 
 

ในขณะที่มีงานวิจัย (Jai et al., 2016) นำเสนอการพัฒนาแพลตฟอร์มการประมวลผลข้อมูล
ขน าด ใหญ่  (Platform Big Data) สำหรับ การจราจร อัจฉริ ย ะ  (Smart Traffic) โดยศึ กษ า 
การประยุกต์ใช้จากงาน การนำข้อมูลจราจรมาทำรูปแบบจำลอง (Visualization) และเครื่องมือ
สำหรับวิเคราะห์ต่าง ๆ จากงานวิจัยเกี่ยวข้องกับงานจราจรอัจฉริยะที่ผ่านมาและนำองค์ความรู้
รวบรวมเป็นแพลตฟอร์มการเชื่อมโยงข้อมูล (Integrated Platform) โดยได้ทำการทดสอบกับข้อมูล
การจราจรของปกัก่ิง ประเทศจีน ในการประมวลผลข้อมูลขนาดใหญ่ไดใ้ช้วิธีการ A* Algorithm 
 

Cui et al. (2016) ได้ปรับปรุงพัฒนาระบบ DRIVE Net ซึ่งถูกพัฒนาโดย STAR Lab (US) 
โดย DRIVE Net คือเครือข่ายประเมินผลและแสดงผลของถนนแบบดิจิทัล (Digital Roadway 
Interactive Visualization and Evaluation Network) แบบออนไลน์ซึ่งให้บริการข้อมูลเกี่ยวกับ
การจราจรของถนนต่าง ๆ ซ่ึงรุ่นปรับปรุงได้ถูกพัฒนาฟังก์ชันวิเคราะห์เวลาการเดินทาง (Travel 
Time) จากข้อมูลหลายแหล่งที่มา (Multi-Source) สามารถแสดงผลข้อมูลได้หลากหลายรูปแบบขึ้น 
โดยนำข้อมูลจาก ข้อมูลขนส่งมวลชน ข้อมูลผู้ใช้รถจักรยานยนต์และที่จอดรถ ข้อมูลจาก Car2go 
ข้อมูลจากการแหล่งข้อมูลเปิดเผย (Sharing) และข้อมูลอ่ืน มาทำการวิเคราะห์ข้อมูลเพ่ือสร้างเป็น
แบบจำลองและระบบการวิเคราะห์ข้อมูล (Data Analysis)  
 

Nandury and Begum (2016) ได้ศึกษาวิธีการรับมือกับการจัดการกับการประมวลผล
ข้อมูลขนาดใหญ่ จากระบบจราจรในสมาร์ตซิตี้กล่าวว่าการรับมือกับปริมาณข้อมูลขนาดใหญ่ที่ได้รับ
จาก อุปกรณ์ ตัวรับรู้และอุปกรณ์อินเทอร์เน็ตกับทุกสรรพสิ่ง (Internet of Thing: IoT) ต่าง ๆ 
กลายเป็นหัวข้อที่ท้าทาย ในขณะที่วิธีการและความประสิทธิภาพในการรองรับการประมวลผลข้อมูล
ขนาดใหญ่ ของทั้งสถาปัตยกรรมระบบยังไม่ชัดเจน สถาปัตยกรรม SWIFT ถูกออกแบบเพ่ือจัดการ
การเชื่อมต่อระหว่าง สิ่งของชาญฉลาด (Smart Object) อุปกรณ์ชาญฉลาด (Smart Device) และ
ระบบชาญฉลาด (Smart System) โดยงานวิจัยนี้ได้นำเสนอการทดลองนำสถาปัตยกรรม SWIFT  
มาทดสอบใช้กับการประมวลผลข้อมูลขนาดใหญ่ของข้อมูลจราจร เช่น การวัดความหนาแน่นของ
สภาพการจราจร และการควบคุมสัญญาณไฟจราจร การจัดการที่จอดรถ ระบบนำทาง และการ
ตรวจสอบมลพิษจากยานพาหนะ 
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ในปี ค.ศ. 2012 รัฐบาลไต้หวันได้เปิดตัว "แพลตฟอร์มข้อมูลแบบเปิด" และสนับสนุนให้
ประชาชนมีส่วนร่วมในนโยบายสาธารณะและติดตามความโปร่งใสของรัฐบาล  โดยในการศึกษาวิจัยนี้ 
นำเสนอการรวบรวมข้อมูลที่เปิดกว้างของรัฐบาลเมืองเถาหยวนในไต้หวัน 2 แห่ง เพ่ือสำรวจ
ความสัมพันธ์ของการรายงานสายด่วนพลเมือง และอุบัติเหตุบนท้องถนนที่เกิดขึ้นจริง เพ่ือใช้การ
วิเคราะห์ความสัมพันธ์ และตรวจสอบความสัมพันธ์ของตัวแปรในชุดข้อมูลทั้งสองนี้ ในผลการวิจัย
พบว่า หลุมบ่อบนถนนและสัญญาณไฟจราจรที่ไม่เป็นระบบนั้น เป็นปัญหาที่มีการรายงานมากท่ีสุด 2 
รายการ จากข้อมูลสายด่วนพลเมืองปี 1999 ในเมืองเถาหยวน ผลการวิเคราะห์ชี้ให้เห็นว่าหลุมบ่อบน
ถนนทีร่ายงานโดยประชาชน มีความสัมพันธ์อย่างมีนัยสำคัญกับจำนวนอุบัติเหตุบนท้องถนนที่เกิดขึ้น
จริงที่เกิดจากหลุมบ่อและการกระแทกบนท้องถนน ซึ่งสามารถสรุปได้ว่าข้อมูลของสายด่วนพลเมืองมี
ความสำคัญ และสามารถใช้เพ่ือคาดการณ์แนวโน้มและสาเหตุต่างๆ ของอุบัติเหตุจราจรได้ (Lin and 
Tseng, 2017) 

 
 การวิเคราะห์ข้อมูลเส้นทางเดินรถของแท็กซี่ ได้มีงานวิจัยนำเสนอการสร้างแพลตฟอร์มการ
ขนส่งอัจฉริยะแบบรวมศูนย์  ซึ่งใช้ข้อมูลจากการประมวลผลบน Hadoop และเทคโนโลยีการ
ประมวลผลแบบขนานขนาดใหญ่ในแพลตฟอร์มการขนส่งอัจฉริยะ มีการเสนอการออกแบบ โมดูล
ฟังก์ชัน โครงร่างทางเทคนิค และอัลกอริธึม SGD ซ่ึงเมื่อนำมาประมวลผลรวมกับข้อมูลรถแท็กซี่ โดย
แพลตฟอร์มดังกล่าวจะวิเคราะห์ข้อมูลจากเส้นทางการเดินทางของรถ สถานะรถเปล่าหรือให้บริการ 
และผู้โดยสาร แพลตฟอร์มนี้ยังสามารถจัดสรรทรัพยากรของแท็กซี่ได้อย่างมีประสิทธิภาพ และช่วย
รัฐบาลในการวางแผนและวิเคราะห์เส้นทางแท็กซ่ีที่มีความต้องการสูงได้ (Xie and Luo, 2017) 
 

Zhang et al. (2017) นำเสนออัลกอริทึม Safe Drive เพ่ือคอยแจ้งเตือนผู้ขับขี่รถยนต์เมื่อ
เกิดเหตุผิดปกติขณะขับขี่รถยนต์ โดยอ้างอิงจากอุปกรณ์เซนเซอร์ต่าง ๆ ในรถ ยกตัวอย่างเช่น รอบ
เครื่องกับความเร็ว ความเร็วกับมุมกระทำบนถนน การเบรคแบบกะทันหัน เพ่ือนำมาประมวลผลว่า
รถกำลังสูญเสียการควบคุมหรือไม่ ผลลัพธ์ที่ออกมามีความแม่นยำ 83 % ซ่ึงนั่นหมายถึง มีค่าความ
แม่นยำสูงกว่า อัลกอริทึมแบบ Rule Based 
 

ในปี ค.ศ. 2017 การแบ่งปันรถเป็นวิธีคมนาคมที่ได้รับความนิยมในเมืองอัจฉริยะ โดยเฉพาะ
อย่างยิ่งระบบสนับสนุนที่ช่วยให้ลูกค้าสามารถค้นหารถยนต์ที่พร้อมใช้งานได้ครั้งละหนึ่งคัน จากนั้น
เริ่มและหยุดการเช่าตามความต้องการของผู้ใช้งานในพ้ืนที่ ผ่านโมบายแอปพลิเคชันที่สามารถติดต่อ
ไปยังแบ็กเอนด์บนเว็บแอปพลิเคชันเพ่ือแลกเปลี่ยนข้อมูล ซึ่งในงานวิจัยนี้จึงนำเสนอ UMAP ซึ่งเป็น
แพลตฟอร์มสำหรับรวบรวมข้อมูลที่เปิดให้ใช้งานบนเว็บแอปพลิเคชันผ่านแบ็กเอนด์เหล่านี้ได้อย่าง
อิสระ และสามารถแยกแยะรูปแบบพฤติกรรมการขับขี่ในเมืองต่าง ๆ ได้ ทั้งนี้ UMAP ที่ถูกนำเสนอ 
มีวัตถุประสงค์เฉพาะสองประการ ส่วนที่หนึ่ง UMAP จะทำหน้าที่ดึงข้อมูลจากแพลตฟอร์มการแชร์
รถแบบเรียลไทม์ และส่วนที่สองจะทำหน้าทีป่ระมวลผลข้อมูล เพ่ือดึงข้อมูลขั้นสูงเก่ียวกับรูปแบบการ
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ขับขี่และพฤติกรรมของผู้ใช้ ด้วยข้อมูลที่มีอยู่จากแพลตฟอร์มการแชร์รถ ประกอบไปด้วย ข้อมูลแผน
ที่และทิศทาง ซึ่งข้อมูลนี้ถูกเก็บไว้ในส่วนเก็บข้อมูลส่วนกลาง (Data Lake) จากข้อมูลที่ผ่านมาและ
นำมาวิเคราะห์ในภายหลัง โดยใช้โมดูลการวิเคราะห์ที่ง่ายต่อการออกแบบและปรับเปลี่ยนรูปแบบ 
บนกรณีศึกษาของเมืองตูริน ด้วยข้อมูลระยะเวลา 50 วัน เพ่ือระบุลักษณะทั้งด้านเวลาและด้านพ้ืนที่
ของการเช่า และเพ่ือกำหนดลักษณะนิสัยของลูกค้าในการใช้บริการ ซึ่งเราแตกต่างกับทางเลือกใน
การขนส่งสาธารณะ ผลลัพธ์จะให้ข้อมูลเชิงลึกเกี่ยวกับรูปแบบการขับขี่และความต้องการเฉพาะ  
ซึ่งเป็นประโยชน์สำหรับนักวางผังเมืองอัจฉริยะ และพิสูจน์ความเป็นไปได้ของแนวทางของเรา 
(Ciociola et al., 2017) 

 
การขนส่งสินค้าเป็นปัญหาหลักที่ส่งผลให้มีเกิดความแออัดของการจราจรในเมือง และการ

ปล่อยมลพิษในชั้นบรรยากาศในเมืองหลวงของยุโรป ดังนั้นการทำความเข้าใจรูปแบบการเดินทางที่ 
ไม่มีรูปแบบที่แน่นอนของระบบการขนส่งเชิงพ้ืนที่ของการขนส่งสินค้าให้ดีขึ้นนั้น ไม่เพียงแต่จะช่วย
ปรับปรุงประสิทธิภาพของระบบขนส่งสินค้าเท่านั้น แต่จะช่วยลดปัญหาความแออัดของการจราจร 
ในเมืองได้ด้วย งานวิจัยนี้มีการวิเคราะห์ข้อมูลด้วยอุปกรณ์ระบุตัวตนของรถบรรทุก (On-Board Unit: 
OBU) เพ่ือใช้ในการติดตามการเคลื่อนย้ายสินค้าในเขตกรุงบรัสเซลส์ โดยวิธีการที่นำเสนอจะเป็นการ
จัดคลัสเตอร์เชิงพ้ืนที่ตามความหนาแน่นด้วยข้อมูล OBU ระยะเวลา 30 วัน ที่จัดเก็บไว้ในแพลตฟอร์ม
ข้อมูลขนาดใหญ่ เพ่ือนำข้อมูลดังกล่าวมาประมวลผลโดยอัลกอริทึมการจัดกลุ่มเพ่ือระบุข้อมูลเชิงลึก 
ด้วยข้อมูลป้อนเข้า 4 ส่วน ประกอบด้วย ข้อมูลทางเข้า ข้อมูลถนนทางออก ข้อมูลโกดังสินค้า
อุตสาหกรรมบรัสเซลส์-แอนต์เวิร์ป และข้อมูลถนนวงแหวนรอบนอกข้ามเขตเมือง นำมาประเมิน 
เชิงปริมาณเพ่ือแสดงปัญหาความแออัดตามเส้นทางเพ่ือการแก้ไขปัญหาต่อไป (Buroni et al., 2018) 
 

การใช้งานระบบการวิเคราะห์ข้อมูลขนาดใหญ่สำหรับการวิเคราะห์ข้อมูลการโดยสารรถ
แท็กซี่ในเมืองนิวยอร์ก สำหรับการเปรียบเทียบแพลตฟอร์มสำหรับการคำนวณระหว่าง Amazon 
Athena, Serverless Microservices ในรูปแบบ  SQL หรือ NoSql ด้ วย  Hadoop และ Spark  
โดยใช้เทคนิคการปรับแต่งและการเพ่ิมประสิทธิภาพที่หลากหลาย เพ่ือแกป้ัญหาการวิเคราะห์ข้อมูลที่
มีขนาดอินพุต คุณภาพข้อมูล และความซับซ้อนในการคำนวณ ด้วยข้อมูลรถแท็กซี่ของนิวยอร์ก 
ตั้งแต่ปี ค.ศ. 2009 ถึง 2017 เพ่ือหาจำนวนการโดยสารที่สามารถนำมารวมกันได้ รวมการเรียก
แท็กซี่ตามสถานที่รับ เวลารับ และสถานที่ส่ง บนเกณฑ์มาตรฐานที่กำหนดไว้เดิมคือการเดินทาง
ภายในห้านาที โดยมีจุดรับและส่งภายในครึ่งกิโลเมตร ที่ต้องประมวลผลการเดินทางมากกว่า  
1.2 พันล้านครั้ง  โดยใช้  Amazon EMR พร้อม Spark โดยผลการทดสอบการรวมเครื่องมือ 
การประมวลผลประเภทต่าง ๆ และเปรียบเทียบประสิทธิภาพ งานวิจัยนี้สามารถรวมการเดินทาง 
ได ้35 % (Kaplunovich and Yesha, 2018) 
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การคาดคะเนความเร็วการจราจรบนถนนเป็นปัญหาที่ท้าทายในระบบขนส่งอัจฉริยะและ
ไดร้ับความสนใจเพิ่มมากขึน้ งานที่มีอยู่ส่วนใหญ่จะอ้างอิงตามข้อมูลการตรวจจับความเร็วที่ได้รับจาก
เซ็นเซอร์ตรวจวัดสภาพจราจร หรืออุปกรณ์ติดตามตำแหน่งที่ติดตั้งไว้บนยานพาหนะ ซึ่งมีจำนวน
น้อยจนไม่เพียงพอต่อการนำไปประยุกต์ใช้งานข้อมูล ด้วยค่าใช้จ่ายในการติดตั้งและบำรุงรักษาที่มี
ราคาแพง ซึ่งวิธีการตรวจจับสภาพจราจรแบบเดิมเพ่ือตรวจจับความเร็วเท่านั้นไม่เพียงพอ โดยเฉพาะ
เมื่อเกิดเหตุฉุกเฉิน เช่น อุบัติเหตุจราจร โดยบทความนี้ นำเสนอการปรับปรุงการคาดคะเนความเร็ว
ของการจราจรบนถนน โดยการรวมข้อมูลการตรวจจับความเร็วแบบเดิมเข้ากับข้อมูล "การตรวจจับ" 
แบบใหม่จากแหล่งที่มาอ่ืนนอกเหนือวิธีการเดิม เช่น ข้อมูลทวีตจากโซเชียลมีเดีย หรือ ข้อมูลเส้นทาง
จากแผนทีแ่พลตฟอร์มที่ให้บริการการจราจร ซ่ึงการสร้างแบบจำลองข้อมูลจากชุดข้อมูลที่แตกต่างกัน
นั้นมีความซับซ้อนสูง รวมถึงความไม่แน่นอนของตำแหน่งของข้อมูลความละเอียดต่ำ ภาษาที่
คลุมเครือของคำอธิบายการรับส่งข้อมูลในข้อความ และความแตกต่างของข้อมูล เพ่ือแก้ปัญหา
ดังกล่าว งานวิจัยนี้นำเสนอเฟรมเวิร์กวิเคราะห์ความน่าจะเป็นแบบครบวงจรแบบ TEGPAM (Topic-
Enhanced Gaussian Process Aggregation Model: TEGPAM) ซึ่งต้องใช้ข้อมูล 3 องค์ประกอบ 
ประกอบด้วย โมเดลการแยกตำแหน่ง โมเดลหัวข้อการรับส่งข้อมูล และโมเดลกระบวนการเกาส์เซียน
ความเร็วการรับส่งข้อมูล โดยข้อมูลที่ถูกวิเคราะห์ขึ้นใหม่นี้ทำให้มีข้อมูลประสิทธิภาพมากขึ้นกว่า
ข้อมูลเดิม ในอนาคตงานวิจัยนี้ จะมีการนำ GP-based และ Distributive GP มาใช้งานร่วมกับการ
ประมวลผล เพ่ือที่จะทำให้การทำนายมีความแม่นยำมากขึ้น พร้อมกับสามารถประเมินได้แบบ
เรียลไทม ์(Lin et al., 2018) 
 

ระบบ ITS (Intelligent Transport System: ITS) ในประเทศอินเดียในปัจจุบันไม่สามารถ
บริหารจัดการระบบจราจรได้อย่างมีประสิทธิภาพ เนื่องจากลักษณะการขบัขี่ รูปแบบถนน และสภาพ
สิ่งแวดล้อมของประเทศอินเดียนั้น ไม่สามารถนำแพลตฟอร์ม ITS ในประเทศที่ มีรูปแบบและ
โครงสร้างพ้ืนฐานด้านการจราจรที่เป็นมาตรฐานมาใช้งานได้โดยตรงได้ งานวิจัยนี้นำเสนอการเก็บ
ข้อมูลและวิเคราะห์ลักษณะการจราจรของประเทศอินเดียข้อมูลจริง เพ่ือที่จะนำข้อมูลนี้มาพัฒนา
ระบบ ITS ภายในประเทศ โดยใช้เทคนิคการบริหารจัดการข้อมูลขนาดใหญ่ (Big Data Analytics) 
เพ่ือแก้ปัญหาความแออัดในการจราจร จะต้องมีการปรับวิธีการจัดทำเหมืองข้อมูลที่เหมาะสมซึ่งให้ 
สำหรับยานพาหนะที่มีลำดับความสำคัญ เพ่ือแจ้งคำแนะนำที่เหมาะสมต่อการบริหารจัดการจราจร
แก่หน่วยงานภาครัฐที่เกี่ยวข้อง ในการใช้ข้อมูลการระบุตำแหน่งแบบ GPS และการวิเคราะห์ข้อมูล
การเดินทางขนาดใหญ่ในการใช้งานระบบนี้อย่างมีประสิทธิภาพ (Balamurugan et al., 2018) 
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การศึกษาเทคโนโลยีอินเทอร์เน็ตกับทุกสรรพสิ่งในการทำระบบจัดการพ้ืนที่สำหรับจอดรถ 
ซึ่งพวกเขาเชื่อว่าจะช่วยลดเวลาของผู้ขับขี่ที่จำเป็นจะต้องอยู่บนยานพาหนะ โดยมี 2 เป้าหมายหลัก 
เป้าหมายระยะยาวคือเพ่ิมประสิทธิภาพของระบบจัดการ บริหารพ้ืนที่จอดรถ เป้าหมายระยะสั้นคือ 
ช่วยให้ผู้ขับรถใช้เวลาในการหาที่จอดรถน้อยลงโดยการหาที่จอดรถที่เหมาะสม ในงานวิจัยนี้ 
ให้เทคโนโลยีอินเทอร์เน็ตกับทุกสรรพสิ่งในการตรวจสอบพ้ืนที่ ระยะเวลาการจอดรถทั่วเมืองและ 
ทำการวิเคราะห์หาพ้ืนที่จอดรถบริเวณใกล้ ๆ โดยระบบทำงานโดยไม่ต้องในการส่งข้อมูลเยอะ  
ไม่สำรองข้อมูลที่ อุปกรณ์ตรวจจับ ซึ่งข้อมูลทั้งหมดจากถูกส่งไปยังแม่ข่ายแบบคลาว์ด (Cloud 
Server) ส่วนการวิเคราะห์ข้อมูลได้เลือกใช้ Hadoop และการลดขนาดแผนที่  (Map Reduce)  
พรอ้มทำงานบน Cluster Computer (Nguyen et al., 2018) 
 

Ren et al. (2019) ดำเนิ นการศึกษาการนำเอาเทคโนโลยีบล็อคเชน (Block Chain)  
มาประยุกต์ใช้เป็นศูนย์กลางในการเก็บ หรือส่งต่อข้อมูล ในระบบ ITS และใช้อุปกรณ์อินเทอร์เน็ตกับ
ทุกสรรพสิ่งติดตั้งเป็นอุปกรณ์ตรวจจับตามที่ต่าง ๆ โดยได้ทำการเปรียบเทียบกับระบบที่ใช้ศูนย์กลาง
ข้อมูลที่เป็นแม่ข่ายแบบคลาว์ด และได้ออกแบบการส่งข้อมูลระหว่างยานพาหนะเป็นแบบระหว่าง
สมาชิกโดยตรง (Peer-to-Peer) เพ่ือเป็นการอาศัยเทคนิคบล็อกเชนในการกระจายสิทธิการสื่อสารและ
ควบคุม เพ่ือให้ยานพาหนะทำงานร่วมกนัได้ โดยไม่ต้องผ่านการอนุญาตส่วนประมวลผลส่วนกลาง 
 

Yang and Zhu (2019) ดำเนินการศึกษาวิจัยพัฒนาความสามารถในการจดจำเวลาการเดินทาง 
ในช่วงของถนนแบบยืดหยุ่นในแพลตฟอร์มให้ ข้อมูลจราจร โดยทั้ งสองมีความเห็ นว่าข้อมู ล 
การประมวลผลข้อมูลขนาดใหญ่จราจรสามารถการผลตอบกลับหรือการแนะนำวิธีแก้ปัญหาจราจรติดขัด
ได้อย่างมีประสิทธิภาพ โดยใช้วิธีการวิเคราะห์เวลาการเดินทางจากการประมวลผลข้อมูลขนาดใหญ่
แบบ Dynamic Prediction แบบเวลาจริง (Real Time) ทดสอบกับโครงสร้างของระบบตรวจสอบ
การจราจรที่ใช้เทคโนโลยี RFID tag และใช้เทคนิคการผสมผสานข้อมูล (Fusion Data) โดยผลการทดสอบ
ในแบบจำลองแสดงให้เห็นว่าวิธีการใหม่ที่ใช้มีความถูกต้องมากขึ้น และสามารถแก้ไขปัญหาจราจรติดขัด
และทำให้การจราจรคล่องตัวขึ้น 
 

Zhu et al. (2019) นำเสนองานศึกษาวิจัยเกี่ยวกับการสำรวจระบบวิเคราะห์การประมวลผล
ข้อมูลขนาดใหญ่ในระบบการขนส่งอัจฉริยะ โดยงานสำรวจวิจัยได้อธิบายถึงประวัติความเป็นของ
ลักษณะเฉพาะของทั้งเทคโนโลยีการประมวลผลข้อมูลขนาดใหญ่และ ITS โดยระบบเฟรมเวิร์กที่ใช้ 
ในการดำเนินการวิเคราะห์การประมวลผลข้อมูลขนาดใหญ่ใน ITS วิธีการในการเก็บข้อมูล เครื่องมือ
ในการวิเคราะห์ผล วิธีการวิเคราะห์ผลรวมถึงการวิเคราะห์ อุบัติ เหตุการจราจรบนท้องถนน  
การประมาณการความคล่องตัวบนท้องถนน การบริหาร วางแผนและจัดการระบบขนส่งสาธารณะ 
การวางแผนการเดินทางส่วนบุคคลตลอดจนการวางแผนบำรุงรกัษา 
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 2.2.2 การตรวจจับการรายงานอุบัติการณ์บนสื่อสังคมออนไลน์ 
 Chung et al. (2013) นำเสนอการสถาปัตยกรรมในการประมวลผลข้อมูลที่เกี่ยวกับการจราจร
ขนาดใหญ่ แบบกระจายข้อมูลจำนวนมากแบบทันการณ์ (Massive Real-time) ในลักษณะ NoSQL 
โดยใช้ Hadoop และ HBase ทำหน้าที่ เก็บรวบรวมและวิเคราะห์ข้อมูล เพ่ือนำข้อมูลดังกล่าว 
ประกอบไปด้วย PeMS (Performance Measurement System: PeMS) ของหน่วยงานทางหลวง
แคลิฟอร์เนีย เป็นข้อมูลจากอุปกรณ์ตรวจจับยานพาหนะแบบขดลวดเหนี่ยวนำ (Loop Detector)  
ที่ให้ข้อมูความเร็ว (Speed) กระแสจราจร (Flow) และข้อมูลอัตราความหนาแน่น (Occupancy) 
และ TASAS (Traffic Accident Surveillance and Analysis System: TASAS) เป็นข้อมูลวันและ
เวลา ลักษณะและความรุนแรง จำนวนยานพาหนะที่เกี่ยวข้อง ที่ถูกรวบรวมย้อนหลัง 10 ปี ขนาด 1 
TB มาจัดทำตารางแสดงค่าความน่าจะเป็นการเกิดอุบัติการณ์ จากความเร็วระหว่างความเร็วขาเข้า 
(Upstream) และขาออก (Downstream) โดยแบ่งระยะช่วงความเร็วในการตรวจจับพบทุก 5 mph 
ของทั้ง 2 ทิศทาง เพ่ือใช้ตรวจสอบแนวโน้มการเกิดอุบัติการณ์ต่อไป โดยทำการทดสอบกับข้อมูลจริง
สำหรับถนน I-880N รัฐแคลิฟอร์เนีย สหรัฐอเมริกา 
 
 Zhang (2015) นำเสนอวิธีการผสมผสานระหว่าง LDA (Latent Dirichlet Allocation: LDA) 
เทคนิคการเลือกคำหลัก (Topic) ในกลุ่มข้อความหรือหนังสือ และ Document Clustering เทคนิค
การจัดกลุ่มคำซ้ำเพ่ือแสดงนัยสำคัญในรูปแบบข้อความขนาดใหญ่-เล็ก เพ่ือตรวจจับการแจ้งเหตุที่มี
ในทวิตเตอร์ โดยปัจจุบันมีผู้ใช้งานทวิตเตอร์ที่ยังใช้งานอยู่ 200 ล้านคน และมีการทวีตข้อความ  
เฉลี่ยวันละ 500 ล้านทวีตต่อวัน โดย 3 ข้อความแรกที่จะหมายถึงการเกิดเหตุประกอบไปด้วย 
Vehicle, Driver และ Tow และลำดับที่สองที่หมายถึงสถานการณ์จะเป็นคำว่า Call, Check, Assist 
และ Push โดยทดสอบที่เมืองซีแอตเทิล (Seattle) ซึ่งการแจ้งเหตุจะมีรัศมีการแจ้งครอบคลุม
ประมาณ 600 เมตร จากที่เกิดเหตุ ยิ่งในบริเวณดังกล่าวมีความหนาแน่นสูงการระบุเหตุยิ่งกระจุกตัว
ใกล้กับพื้นท่ีเกิดเหตโุดยวิธีการ DBSCAN Algorithm 
 
 Georgiou et al. (2015) นำเสนอการรวบรวมทวีตที่เกี่ยวกับจราจรหรือในพ้ืนที่ที่สนใจและมี
ข้อความที่เกี่ยวข้อง เช่น “This Traffic” หรือ “On My Way” มาจัดกลุ่มตามช่วงเวลาเรียกว่า
ปริมาณการใช้สื่อสังคมออนไลน์ในแต่ละช่วงเวลา (Social Volume) เพ่ือนำมาวิเคราะห์ปริมาณ
จราจรแทน โดยทำการทดลองเปรียบเทียบระหว่างปริมาณจราจรในแต่ละช่วงเวลา (Traffic 
Volume) และปริมาณการใช้สื่อสังคมออนไลน์ในแต่ละช่วงเวลาของถนนช่วง California Freeway 
I-405 ซึ่งปริมาณข้อมูลมีความคล้ายคลึงกันและมีความสัมพันธ์เชิงเส้น โดยมีการจัดกลุ่มอัตราส่วน
ระหว่างปริมาณจราจรในแต่ละช่วงเวลาและปริมาณการใช้สื่อสังคมออนไลน์ในแต่ละช่วงเวลา 
ในแต่ละช่วงเวลา โดยเรียกว่า Shift-Based Model ทำให้สามารถตรวจวัดสภาพจราจรได้ด้วยเงิน
ลงทุนทีน่้อยลง 
 



 
23 

 

 ในขณะนั้นประเทศอินโดนีเซียมีการพัฒนาการรายงานเหตุจากหลากหลายช่องทาง ด้วยการพัฒนา
บริการข้อมูลออนไลน์จำนวนมากอย่างรวดเร็วทำให้ผู้ ใช้ทางไม่มีเวลาอ่านข้อมูลให้ครบถ้วนก่อน 
การเดินทาง ซึ่งในงานวิจัยนี้นำเสนอการใช้ข้อมูลทวิตเตอร์ภาษาอินโดนีเซีย มาแยกคำและตีความหมาย
ข้อความจากทวิตเตอร์ ผ่านเครื่องมือติดต่อและค้นหาที่เรียกว่า Twitter API จากนั้นจึงสร้างสรุป
เกี่ยวกับการเข้าชม ข้อมูลสรุปสามารถปรับปรุงประสิทธิภาพด้านเวลาและประสิทธิผลในการรับข้อมูล
เกี่ยวกับสภาพการจราจร ซึ่งในงานวิจัยดังกล่าวพบปัญหาในด้านโครงสร้างของทวิตเตอร์ ทวีตที่ไม่มี
โครงสร้างและรูปแบบที่แน่ชัด ทำให้ยากต่อการประมวลผลข้อมูลคอมพิวเตอร์ ในการแก้ปัญหาเหล่านี้ 
แล้วสรุปโดยใช้การประมวลภาษาธรรมชาติ วิธีการวิเคราะห์ความสัมพันธ์ และความหมายเพ่ือปรับปรุง
โครงสร้างของคำ และการแยกวิเคราะห์ประโยคเพ่ือให้สามารถจำแนกสภาพการจราจรทวีตของประโยค 
ได้อย่างมีประสิทธิภาพ (Aziz et al., 2015) 
 
 Zhang et al. (2018) นำเสนอการใช้จักรกลเรียนรู้เชิงลึกในการตรวจสอบอุบัติเหตุจราจรจาก
ข้อมูลสื่อสังคมออนไลน์ ได้ทำการตรวจสอบเนื้อหาทวีตมากกว่า 1 ล้านครั้งในระยะเวลา 1 ปี  
ในพ้ืนที่สองเมือง ประกอบไปด้วย เวอร์จิเนียตอนเหนือ และนิวยอร์ก การเลือกคำสำคัญจากประโยค 
Apriori Algorithm และนำเข้าสู่ ML เพ่ือหาคำตอบต่อไป ซึ่งการทดลองจะเปรียบเทียบระหว่าง
วิธีการ DBN, LMTS, SVMs และ sLDA โดยผลการทดลองจะแสดงให้เห็นว่าการเลือกคำสำคัญที่มีอยู่
ในทวีตที่เกี่ยวข้องกับอุบัติเหตุร่วมกับการการตรวจจับอุบัติเหตุจราจรจักรกลเรียนรู้เชิงลึก แบบ DBN 
จะสามารถตรวจสอบการเกิดอุบัติการณ์ไดถู้กต้องถึง 80 % พร้อมการระบุพ้ืนที่การเกิดอุบัตกิารณ์ได ้
 
 Neuhold et al. (2018) นำเสนอการเก็บข้อมูลบนทางด่วนสำหรับการบริหารจัดการจราจรนั้น
ขึ้นอยู่กับตำแหน่งการติดตั้งอุปกรณ์ตรวจวัดสภาพจราจรอัตโนมัติ และระบบตรวจสอบสภาพจราจร
กล้อง เท่านั้น คณะวิจัยนำเสนอแนวทางในการใช้สื่อสังคมออนไลน์เป็นแหล่งข้อมูลเพ่ิมเติม  
โดย ASFINAG ผู้รับผิดชอบการคมนาคมทางด่วนของประเทศออสเตรีย พัฒนาระบบแสดงข้อมูล
ความเร็วเฉลี่ยทุกระยะหนึ่งกิโลเมตรในแต่ละช่วงเวลาของวัน ทำให้ผู้ขับขี่ได้รับทราบข้อมูลข่าวสาร
สถานการณ์โดยรวดเร็วในรูปแบบตารางสี โดยพัฒนาให้สามารถรวบรวมคำอธิบายเหตุการณ์จาก  
เฟซบุ๊กและ RSS (Really Simple Syndication: RSS) ของสถานีวิทยุออสเตรียและข่าวหนังสือพิมพ์
ที่เป็นที่นิยม ที่ผ่านการกรองข้อความที่ เกี่ยวข้องที่เป็นประโยชน์และประมวลผลเข้ากับข้อมูล
การจราจร และนำเสนอเป็นสัญลักษณ์สีแทนสภาพจราจรหรอืความเรว็เฉลี่ยบนเส้นทางในขณะนั้น 
 
 Jin and Liu (2018) นำเสนอการนำข้อมูลจากสื่อสังคมออนไลน์ที่มีการกล่าวถึงหรือรายงาน
อุบัติการณ์ในปัจจุบันมีจำนวนที่มากขึ้น ทำให้สามารถตรวจพบแนวโน้มของการเกิดอุบัติเหตุและ
เหตุการณ์ที่เกิดบนถนนนั้น ๆ ได้อย่างรวดเร็ว ในงานวิจัยนี้คณะวิจัยได้นำเสนอลักษณะของปัญหา
รวมถึงความซับซ้อนของการใช้หลักการของการทำเหมืองข้อมูล (Data Mining) แบบ Spatio-
Temporal ในการวิเคราะห์หาการเกดิอุบัติเหตุหรือเหตุการณ์ต่าง ๆ บนท้องถนน 



 
24 

 

 
 ด้วยอุบัติเหตุบนท้องถนนที่เกิดขึ้นทั่วไป สภาวะอุบัติเหตุที่เกิดขึ้นในแต่ละเหตุการณ์นั้นมีหลาย
ปัจจัยที่ใช้อธิบายอุบัติเหตุทางจราจรได้ เช่น ลักษณะของสภาพแวดล้อมในเวลานั้น ๆ พฤติกรรมการ
ขับขี่ สภาพอากาศ และปัจจัยที่ซับซ้อนอ่ืน ๆ ที่ไม่แน่นอน ผลลัพธ์การเกิดอุบัติเหตุบนท้องถนนนั้น 
ไม่เป็นรูปแบบเชิงเส้น (Linear) ดังนั้นต้องวิเคราะห์ข้อมูลจากความสัมพันธ์ระหว่างข้อมูลหลายด้าน 
เพ่ือนำมาใช้ลดความเสี่ยงการเกิดอุบัติเหตุบนท้องถนนในอนาคต โดยงานวิจัยนี้นำเสนอการนำข้อมูล
การแจ้งอุบัติเหตุที่ผ่านมา มาประมวลผลล่วงหน้าและการจัดหมวดหมู่โดยใช้เครื่องมือการทำ 
เหมืองข้อมูล เพ่ือหาข้อมูลที่สามารถทำนายสาเหตุของการเกิดอุบัติเหตุได้ ผลลัพธ์จากการวิจัย 
แสดงให้เห็นว่าวิธีการที่นำเสนอสามารถตรวจสอบและทำนายเหตุการณ์ของอุบัติการณ์ที่มีแนวโน้ม 
ที่จะเกิดขึ้นได้ โดยการวิเคราะห์ลักษณะและความสัมพันธ์ของข้อมูล ด้วยแนวคิดของการรายงาน
เหตุการณ์ผ่านกลุ่มคนออนไลน์ ทั้งนี้ในขั้นตอนการรวบรวมข้อมูลที่เกี่ยวข้องกับอุบัติเหตุเพ่ิมเติม 
จากผู้ใช้ทาง ระบบที่เสนอนั้นใช้วิธีการทำเหมืองข้อมูล และเทคนิคการประมวลผลข้อมูลขนาดใหญ่ 
ที่เหมาะสมสำหรับการสำรวจข้อมูลอุบัติเหตุ โดยใช้ Hadoop เพ่ือจัดหมวดหมู่อุบัติเหตุบนท้องถนน
และตรวจสอบแนวโน้มที่จะเกิดอุบัติการณ์ในอนาคต (Abdallaoui et al., 2018) 
 
 Chen et al. (2018) นำเสนอการหาเหตุการณ์สำคัญที่เกี่ยวข้องกับการจราจรจากสื่อสังคม
ออนไลน์ Sina Weibo ซ่ึงเป็นแพลตฟอร์มไมโครบล็อคของประเทศจีน โดยใช้เทคนิค Bag of Word 
Model ในการหาคำสำคัญ ภาษาจีนนำมาเทียบเป็นภาษาอังกฤษเพื่อป้อนเข้าโครงข่ายประสาทเทียม
และทดลองการใช้ CNN, LSTM และวิธีการผสมระหว่าง CNN และ LSTM ในการเรียนรู้จำลักษณะ
คำและเหตุการณ์ เพ่ือใช้ในการค้นหาเหตุการณ์ทางจราจร 
 
 Yamazaki (2019) นำเสนอการวิเคราะห์การเกิดอุบัติเหตุจากข้อมูลเปิดเผยภาครัฐ (Open 
Data) คือ ข้อมูลสาธารณะภาครัฐที่สามารถเผยแพร่ได้ ของเมืองนีงาตะ (Niigata) ประเทศญี่ปุ่น 
ซึ่งข้อมูลที่เป็นประโยชน์ในวิเคราะห์ปัญหาการเกิดอุบัติการณ์ดังกล่าวสามารถจำแนกเป็น ข้อมูลการ
พยากรณ์อากาศ ข้อมูลสถิติเหตุการณ์ของอุบัติเหตุระหว่างยานพาหนะกับยานพาหนะ (Vehicle to 
Vehicle: V2V) และอุบัติ เหตุระหว่างบุคคลกับยานพาหนะ (Human to Vehicle: H2V) และ
อุบัติเหตุแบบไม่มีคู่กรณีร่วมกับข้อมูลภาพแบบพาโนราม่าของสี่แยกไฟแดง จากผลการวิเคราะห์ 
จากข้อมูลทัง้หมดที่กล่าวถึงจะแสดงให้เห็นว่าทางแยกที่ไม่มีไฟจราจรจะเกิดอุบัติการณ์ V2V มากครั้ง
กว่าทางแยกท่ีมีไฟจราจร 
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ทั้งนี้ในการศึกษาทบทวนงานวิจัยในหลายปีที่ผ่านมา ด้านการเรียนรู้เชิงลึก  มีงานวิจัยที่

เผยแพร่ออกมาอย่างมากมายไม่ว่าจะเป็นผลวิจัยการเรียนรู้เชิงลึกด้านภาพเพ่ือนำมาสู่การพัฒนา
ทางด้านคอมพิวเตอร์วิชัน (Computer Vision) ผลการวิจัยทางด้านการพยากรณ์ (Predict) เหตุการณ์
ต่าง ๆ หรือแม้กระทั่งการทำงานทางด้านการประมวลผลภาษาธรรมชาติ ซึ่งเป็นการทำงานทาง 
ด้านการประมวลผลภาษาไม่ว่าจะเป็นการประมวลผลภาษาจากเสียงหรือการประมวลภาษาจาก
ตัวอักษรในเอกสารสำหรับการประมวลภาษาธรรมชาติจากตัวอักษรในเอกสารได้มีงานวิจัยออกมา
อย่างมากมายเช่นกัน เช่น การประมวลผลเพ่ือหาความรู้สึกทางด้านเชิงบวก (Positive) หรือเชิงลบ 
(Negative) ต่อสินค้าที่มีอยู่บนสื่อต่าง ๆ ตลอดจนการประมวลผลเพื่อจำแนกประเภทในรูปแบบอ่ืน ๆ 
อย่างไรก็ตามการจำแนกประเภทของข้อความเกี่ยวกับข้อความทางด้านการจราจรนั้นเป็นสิ่งที่
น่าสนใจสำหรับภาษาไทยที่มีเอกลักษณ์และมีความซับซ้อนเป็นอย่างมาก และยังไม่มีงานวิจัยใน 
การแก้ปัญหาการตรวจจับอุบัติการณ์จากข้อความที่ประกาศหรือเผยแพร่ในสื่อสังคมออนไลน์ ผู้วิจัย
ได้ศึกษาวิธีการเรียนรู้เชิงลึกจากหลาย ๆ งานวิจัยทั้งในและต่างประเทศจนสรุปวิธีการประมวลผลที่
จะใช้ในงานวิจัยครั้งนี้กัน 4 วิธีคือ MLP, CNN, LSTM และ CNN+LSTM ดังรายละเอียดในการ
นำเสนอการในบทต่อไป 



บทท่ี 3 
 

การพัฒนารูปแบบการรวบรวมและจำแนกอบุัติการณ ์ 
(Incident Detection and Classification Development) 

 
 

3.1 กรอบแนวคิดการออกแบบ (Conceptual Design) 
 ในการออกแบบระบบการรวบรวมข้อมูลและจำแนกอุบัติการณ์กำหนดเป้าหมายและ
วัตถุประสงค์ โดยการออกแบบที่สำคัญ คือ การระบุหรือจำแนกข้อความเป้าหมายเป็นข้อความที่
เกีย่วข้องกับอุบัติการณ์หรือไม่ หากข้อความดังกล่าวเป็นอุบัติการณ์ ข้อความดงักล่าวจะมีสถานการณ์
ในรูปแบบใด และมีความรุนแรงอยู่ที่ระดับความรุนแรงใด ซ่ึงกรอบแนวคิดในการจำแนกอุบัติการณ์
วิธีการเรียนรู้เชิงลึก สามารถลำดับขั้นตอนหลักได้ 3 ขั้นตอน ดังแสดงในภาพ 3.1 
 

 
ภาพ 3.1 กรอบแนวคิดการออกแบบรูปแบบการรวบรวมและจำแนกอุบัติการณ์ 
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 1) ขั้นตอนการรวมรวมข้อมูลมาจากแหล่งข้อมูล โดยการวิจัยนี้ พิจารณาเลือกใช้แหล่งข้อมูล
จากแพลตฟอร์มสื่อสังคมออนไลน์ในชื่อทวิตเตอร์ที่มี API รองรับการเรียกข้อมูลจากภายนอกซ่ึงทำให้
สามารถเรียกข้อมูลได้อย่างอัตโนมัติ และสามารถระบุตำแหน่ง (Geo-Location) ได้จากข้อมูล 
 2) ขั้นตอนการเตรียมข้อมูลสำหรับการเรียนรู้เชิงลึกของระบบโครงข่ายประสาทเทียม ซ่ึงข้อมูล
ที่ได้จากรวบรวมมานั้นจะต้องนำข้อมูลกลุ่มข้อความต้นฉบับ ผ่านกระบวนการคัดกรองและแยกคำ
ไทยให้พร้อมสำหรับการเรียนรู้เชิงลึกของกระบวนการโครงข่ายประสาทเทียมได้ 
 3) ขั้นตอนการเรียนรู้เชิงลึก เป็นขั้นตอนที่มีกระบวนการทำงาน ซึ่งประกอบไปด้วย ส่วนประมวลผล
และทดสอบย่อย ๆ เช่น การตั้ งค่าการเรียนรู้  (Training) เพ่ือสร้างการสร้างโมเดล การทดสอบ
ประสิทธิภาพ พร้อมการปรับตั้งค่าพารามเิตอร์ เพ่ือทำให้วิธีการที่นำเสนอมีความถูกต้องมากขึน้ 
 
3.2 วิธีการและขัน้ตอนการดำเนินงาน 
 3.2.1 กระบวนการรวบรวมและบันทึกข้อความ (Data Collection) 
 ข้อความทีไ่ด้นำมาศึกษาคือข้อความที่ได้มาจากทวิตเตอร์ โดยภายในข้อความของทวิตเตอร์นั้นมี
องค์ประกอบของข้อมูลหลายองค์ประกอบ ซึ่งสามารถนำข้อมูลเหล่านั้นมาใช้งานจำแนกและ
วิเคราะห์ความหมายได้ โดยส่วนประกอบจากแพลตฟอร์มดังกล่าวจะประกอบไปด้วยองค์ประกอบ
หลักดังนี้ ชื่อของผู้โพสต์ข้อความ (Name) ข้อความ (Content) เวลา (Date-Time) และแฮซแท็ก  
ดังแสดงในภาพ 3.2 
 ทวิตเตอร์ที่มีในปัจจุบันนั้นมีผู้ใช้งานหลากหลายทั้งที่เป็นทวิตเตอร์รายบุคคล หรือทวิตเตอร์
ระดับองค์กร โดยในงานวิจัยพิจารณาเลือกใช้ทวิตเตอร์ในระดับองค์กรที่เกี่ยวข้องกับการรายงาน
สภาพจราจรสำหรับประเทศไทย จำนวน 3 หน่วยงาน ได้แก่ 
 1) @js100radio ซึ่งเป็นบัญชีทวิตเตอร์ของที่มีรากฐานมาจากการรายงานข่าวทางสื่อวิทยุ
ต่อมาได้พัฒนาเพ่ิมเติมส่วนของการรายงานข่าวผ่านสื่อสังคมออนไลน์ภายใต้การดูแลของ บริษัท แป
ซิฟิค คอร์ปอเรชั่น จำกัด มีผู้ติดตามกว่า 3 ล้านบัญชีผู้ใช้งาน 
 2) @Traffic_1197 เป็นบัญชีทวิตเตอร์ที่อยู่ภายใต้การดูแลของกองบังคับการตำรวจจราจร  
(บก. 02) ซึ่งเปน็หน่วยงานของราชการมีจำนวนผู้ติดตามกว่า 2 หมื่นบัญชีผู้ใช้งาน 
 3) @fm91trafficpro เป็นบัญชีทวิตเตอร์ของหน่วยงานราชการคือ สถานีวิทยุพิทักษ์สันติ
ราษฎร์ สวพ. FM91 อยู่ภายใต้การดูแลของกองตำรวจสื่อสาร สำนักงานตำรวจแห่งชาติมีจำนวน
ผู้ติดตามกว่า 2 ล้านบัญชีผู้ใช้งาน 
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 ส่วนของข้อความที่นำมาวิเคราะห์นั้นมีทั้งสิ้น 3,400 ข้อความ โดยมีการนำข้อความตั้งแต่ วันที่ 
5 กุมภาพันธ์ 2564 ถึงวันที่ 23 มีนาคม 2564 มาบันทึกในรูปแบบไฟล์ข้อมูล Excel เพ่ือให้สามารถ
นำไปใช้งานได้สะดวกและยังมีการแยกประเภทของข้อความออก 2 ประเภทคือ ข้อปกติ และ 
ข้อความแสดงเหตุการณ์ 
 

 
ภาพ 3.2 หน้าจอแสดงผลและองค์ประกอบการแสดงข้อมูลข่าวสาร 

 

 
ภาพ 3.3 ตัวอย่างข้อมูลที่จัดเกบ็เหตุการณ์ปกติ (การประชาสัมพันธ์ข่าวสาร) 

 

 
ภาพ 3.4 ตัวอย่างข้อมูลที่จัดเก็บเหตุการณ์ที่ก่อให้เกิดผลกระทบต่อการจราจร (อุบัติการณ์) 
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 3.2.2 กระบวนการตัดคำจากข้อความ (Word Tokenization) 
 ในการประมวลภาษาธรรมชาติจากงานวิจัยที่มีการพิสูจน์มาแล้วมีวิธีการที่จำเป็นอย่างมากคือ
การแบ่งประโยคหรือข้อความออกเป็นส่วน ๆ กล่าวคือแบ่งประโยคออกเป็นคำ ๆ ซึ่งมีเทคนิคที่
เรียกว่าเมื่อได้ข้อความจากทวิตเตอร์เข้ามาเก็บไว้รูปแบบของข้อมูลรูปแบบที่ต้องการในขั้นตอนนี้
นำเสนอวิธีการตัดคำเพ่ือแยกออกมาเป็นส่วน ๆ หรือเป็นหน่วยย่อยทีไ่ม่ซับซ้อนเรียกว่าการทำโทเคน 
(Token) โดยเป็นขั้นตอนแรกสุดในการประมวลผลคำทางภาษา ซึ่งสำหรับงานวิจัยนี้ได้ใช้ไพทอน 
(Python) ในการพัฒนาและได้นำเอาไลบรารี่ PythaiNLP ที่มีฟังก์ชัน Word Tokenize สามารถ 
ใช้งานไดท้ันท ี
 

 3.2.3 กระบวนการคัดกรองคำก่อนการประมวลผล (Text Filter) 
 เนื่องจากในข้อความที่นำมาประมวลผลยังมีอักษรหรืออักขระที่ไม่มีความหมายในทางการ
ประมวลผลตัวอย่างเช่นมีเครื่องหมาย ‘#’ หรือเครื่องหมาย ‘/’ ซึ่งในทางการประมวลผลแบบ
ภาษาธรรมชาตินั้นไม่มีความหมายเลยต้องดำเนินการคัดกรองคำ (Text Filter) ซึ่งในงานวิจัยนี้ได้ใช้
วิธีการค้นหานิพจน์ปกติ (Regular Expression) จากข้อความที่ผ่านการตัดคำมาแล้ว ตามภาพ 3.6 
จะสังเกตวุ่าขอ้ความเหลือเพียงแคข้่อความที่เป็นตัวเลข 0-9 และ ก-๙ เท่านั้น  
 

 3.2.4 กระบวนการจัดกลุ่มความถี่ข้อความเพื่อการกำหนดจำนวนข้อมูลเข้า 
 หลักการในการวิเคราะห์ภาษาธรรมชาติมีวิธีการอีกอย่างที่ได้รับความนิยมในช่วงหลังคือการใช้
วิธีการหาความถ่ีของคำ (Term Frequency: TF) เมื่อได้จำนวนของคำที่มีความนิยมหรืออีกนัยคือคำ
ที่เกิดขึ้นบ่อยซึ่งการนับความถี่ของคำนี่เองจะทำให้ทราบว่าข้อความที่นำมาประมวลผลนั้นเป็น
ข้อความประเภทใด โดยการจัดกลุ่มความถี่ของคำนั้นได้มีการจัดความถี่โดยแยกข้อความออกเป็น 2 
ประเภทคือ ข้อความการประชาสัมพันธ์ข่าวหรือข้อมูลทั่วไปกับการรายงานหรือการแจ้งอุบัติการณ์ 
โดยจะทำการนับจำนวนคำที่เกิดซ้ำทั้งหมดในทุกข้อความมารวมกัน ซึ่งการดำจะเนินการนับความถี่
ของคำเป็นกระบวนการตั้งต้นที่สำคัญสำหรับการเรียนรู้เชิงลึกเนื่องจากการเรียนรู้เชิงลึกนั้นต้อง
นำเข้าข้อมลูที่เป็นชุดตัวเลข (number) ดังนั้นจึงต้องเปลี่ยนแปลงคำให้เป็นตัวเลขโดยจะนำหมายเลข
จากอันดับของคำที่เกิดสูงสุดเป็นอันดับทีเ่ทา่ไรให้จับคู่กับคำนั้น เช่น คำว่า ‘แยก’ = 1 , ‘ถนน’ = 2, 
‘อุบัติเหตุ’ = 3, ‘รถ’ = 4 และ ‘ชน’ = 5 เป็นต้น เมื่อเปลี่ยนคำทั้งประโยคออกมาเป็นตัวเลขจะได้
ประโยค ดังเช่น “อุบัติเหตุ”, “รถ”, “ชน”, “กัน”, “ที่”,  “4” และ “แยก” จะได้ [ 3, 4, 5, 0, 0 , 0, 1] 
ซึ่งเป็นชุดตัวเลขที่สามารถนำไปสู่กระบวนการเรียนรู้ขั้นต่อไปได้ และเพ่ือให้การเรียนสามารถทำได้
อย่างเป็นระบบจำเป็นต้องทำการหาความถี่ของคำ (TF) ในแต่ละประเภทของเรียนรู้เชิงลึก โดยผล
ของการหาความถ่ีของคำในข้อความแต่ละประเภทมีรายละเอียดดังนี้ 
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ภาพ 3.5 การตัดคำจากข้อความ 

 

 
ภาพ 3.6 การคัดกรองคำก่อนการประมวลผล 

 

ตาราง 3.1 การลำดับความถีค่ำในการแสดงสถานการณ ์

อันดบั 
การประชาสัมพันธข์่าวหรือข้อมลูทั่วไป การรายงานหรือการแจ้งอุบัติการณ์ 

คำ จำนวน คำ จำนวน 
1 และ 465 แยก 986 
2 โควิด 436 รถติด 831 
3 ราย 328 อุบัติเหต ุ 830 
4 100 255 การจราจร 646 
5 การ 244 ช่วง 614 
6 เขต 234 จราจร 597 
7 จาก 218 รายงาน 531 
8 เวลา 203 ขวาง 529 
9 บาง 202 ช่อง 526 
10 100. 197 เคลื่อนตัว 493 
11 เพลิง 194 ช้า 479 
12 2564 179 กัน 477 
13 วันท่ี 179 สะพาน 476 
14 ได ้ 178 ขาเข้า 379 
15 เพลิงไหม ้ 177 บาง 361 
16 ซอย 177 ขาออก 355 
17 ข่าว 168 คัน 321 
18 แล้ว 161 จาก 289 
19 ติดเชื้อ 158 ถึง 288 
20 ของ 156 กับ 285 
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 จากกลุ่มตัวอย่างของข้อความที่นำมาหาความถี่ของคำโดยแยกตามแต่ละประเภทของข้อความ
เพ่ือหาจำนวนของคำซ้ำที่ปรากฏในเอกสารตามตาราง 3.1 แสดงจำนวนคำที่เป็นข้อความอุบัติการณ์
จะมีความถี่ของคำที่แตกต่างกัน เมื่อนำมาแสดงในรูปแบบของ Cloud Text ตามภาพ 3.7 แสดงให้
เห็นความแตกต่างได้อย่างชัดเจน โดยมีคำที่เกี่ยวกับข้อความประชาสัมพันธ์ข่าวทั่วไป 3 อันดับแรก
คือคำว่า “และ”, “โควิด” และ “ราย” ซึ่งมีจำนวนคำคือ 465, 436 และ 328 ตามลำดับ และคำที่
เกี่ยวกับการแจ้งอุบัติการณ์ 3 อันดับแรกคือคำว่า “แยก”, “รถติด” และ “อุบัติเหตุ” ซ่ึงมีจำนวนคำ
คือ  986, 831 และ 830 ตามลำดับ 
 สำหรับในลำดับถัดไปเป็นการนำเสนอกลุ่มความถี่ของคำที่ในส่วนที่มีความหมายที่บ่งบอกถึง
รายละเอียดอุบัติการณ์โดยมีการจำแนกออกเป็น 6 เหตุการณ์ที่มีผลต่อสภาพจราจรดังตาราง 3.2 
 

  
(ก) (ข) 

ภาพ 3.7 กลุ่มข้อความตามความถ่ีระหว่างข้อความทั่วไปและข้อความอุบัติการณ์ 
 (ก) การประชาสัมพันธ์ข่าวหรือข้อมูลทั่วไป     (ข) การรายงานหรือการแจ้งอุบัติการณ์ 
 
ตาราง 3.2 การลำดับความถี่คำในการจำแนกสถานการณ ์
อันดับ 

ลักษณะท่ี 1 ลักษณะท่ี 2 ลักษณะท่ี 3 ลักษณะท่ี 4 ลักษณะท่ี 5 ลักษณะท่ี 6 
คำ จำนวน คำ จำนวน คำ จำนวน คำ จำนวน คำ จำนวน คำ จำนวน 

1 แยก 335 สะพาน 2 อุบัติเหตุ 830 ขัง 4 จราจร 100 ชุมนุม 21 
2 จราจร 229 ขา้ม 2 แยก 589 กม. 4 ปิด 77 ผู้ 17 
3 รายงาน 216 น้ำท่า 2 รถติด 580 น้ำท่วม 3 แยก 64 การจราจร 14 
4 รถติด 215 จีน 2 การจราจร 545 ช่วง 3 รายงาน 53 เส้นทาง 13 
5 ขาเข้า 165 พระราม 1 ช่วง 540 พายุ 2 ขาเข้า 51 แยก 11 
6 สะพาน 147 ขาออก 1 ขวาง 524 ส่งผล 2 และ 50 บช. 8 
7 ขาออก 143 ช่วง 1 ช่อง 478 บริเวณ 2 สะพาน 49 กรณ ี 8 
8 ทา้ย 140 แยก 1 กนั 466 การจราจร 2 ขาออก 49 การ 7 
9 อยู่ 130 บ้านแพ้ว 1 ช้า 431 สัญจร 2 รถติด 48 และ 7 
10 สะสม 125 เชิง 1 เคลื่อนตัว 430 ได ้ 2 การจราจร 47 รอบ 7 
11 มาก 118 ทางลง 1 คัน 316 จาก 2 แจ้ง 39 ส่ง 7 
12 ตดิ 93 กอ่สร้าง 1 สะพาน 291 สอด 2 งาน 38 อาจ 7 
13 ท้ายแถว 91 ช่อง 1 กบั 284 145 2 บริเวณ 36 ขาเข้า 6 
14 ข้าม 79 ทางซ้าย 1 จราจร 274 น้ำ 2 วันที่ 32 กลุ่ม 6 
15 บาง 78 ของ 1 รายงาน 267 ป้ายบอกทาง 2 เวลา 32 สะพาน 6 
16 ลาดพร้าว 73 ทาง 1 บาง 251 เลน 2 ช่วง 31 ผลกระทบ 6 
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ตาราง 3.2 การลำดับความถี่คำในการจำแนกสถานการณ ์(ต่อ) 
อันดับ 

ลักษณะท่ี 1 ลักษณะท่ี 2 ลักษณะท่ี 3 ลักษณะท่ี 4 ลักษณะท่ี 5 ลักษณะท่ี 6 
คำ จำนวน คำ จำนวน คำ จำนวน คำ จำนวน คำ จำนวน คำ จำนวน 

17 พระราม 68 หลกั 1 ก่อน 231 ซ้าย 2 ถงึ 30 มีนา 6 
18 จาก 66 การจราจรจร 1 กลาง 225 ขวา 2 ช่องทาง 30 ม็อบ 5 
19 ได ้ 55 เคลื่อนตัว 1 จอด 220 ชอ่งทาง 2 บาง 30 ปิด 5 
20 การจราจร 54 ช้า 1 ทางซ้าย 218 มาก 2 22.00 30 100. 5 

 

  
(ก) (ข) 

  
(ค) (ง) 

  
(จ) (ฉ) 

ภาพ 3.8 กลุม่ข้อความตามความถ่ีระหว่างข้อความตามลักษณะรูปแบบของอุบัติการณ์ 
 (ก) รายงานสภาพจราจร    (ข) การดำเนินงานของตำรวจ 
 (ค) รายงานอุบัติเหตุ     (ง) การเกิดภัยพิบัติ 
 (จ) รายงานเหตุการณ์ปิดถนน   (ฉ) อ่ืน ๆ 
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 การหาความถี่ของคำที่เกี่ยวข้องกับการเกิดอุบัติการณ์ ซึ่งได้จำแนกออกเป็นรูปแบบต่าง ๆ 
จำนวน6 รูปแบบ ประกอบไปด้วย รายงานสภาพจราจร ซึ่งมีความถี่คำสูงสุด 3 อันดับแรกคือ 
“แยก”, “จราจร” และ “รายงาน” ซึ่งมีจำนวนความถี่ของคำคือ 335, 229 และ 216 ตามลำดับ 
การดำเนินงานของตำรวจนั้นจากข้อมูลที่ได้รวบรวมมานั้นมีเพียงน้อยนิดทำให้ไม่มีความสำคัญ 
ในทางการวิเคราะห์ อันดับต่อมาเป็นลักษณะของคำที่เป็นการรายงานอุบัติเหตุ ซึ่งมีคำที่มีความถี่
สูงสุด 3 อันดับ ดังนี้ “อุบัติเหตุ”, “แยก” และ “รถติด” ซึ่งมีจำนวนคำคือ 830, 589 และ 580 
ตามลำดับ รายละเอียดตามตาราง 3.2 และภาพ 3.8 
 ในการจำแนกลักษณะของข้อความรายงานสภาพจราจรหรืออุบัติการณ์นั้นมีข้อมูลอีกประเภทที่
จำเป็นคือการจำแนกความรุนแรงของอุบัติการณ์นั้น ๆ โดยในส่วนของการจำแนกความรุนแรงนั้นมี
การรวบรวมและจัดทำอันดับของคำที่เกี่ยวข้องซึ่งมีการแบ่งออกเป็น 3 ระดบัความรุนแรง ดังนี้ 
 

ตาราง 3.3 การลำดับความถี่คำที่แสดงความรุนแรงที่ส่งผลกระทบต่อการจราจร 

อันดับ 
ไม่มีผลกระทบต่อการจราจร กระทบต่อการจราจรบางส่วน ปิดกั้นทุกช่องจราจร 

คำ จำนวน คำ จำนวน คำ จำนวน 
1 อุบัติเหตุ 5 อุบัติเหตุ 731 ปิด 51 
2 แลว้ 5 รถติด 593 จราจร 47 
3 รพ. 4 แยก 582 สะพาน 27 
4 ส่ง 3 การจราจร 563 แยก 22 
5 เคลื่อนย้าย 3 ช่วง 525 การจราจร 22 
6 พ้น 3 ขวาง 519 และ 21 
7 กีดขวาง 3 ช่อง 499 แจง้ 18 
8 ช่วง 3 กัน 441 รามอินทรา 18 
9 ปิคอัพ 3 ช้า 431 ขาเข้า 17 
10 นครราชสีมา 3 เคลื่อนตัว 429 ช่องทาง 17 
11 คืบหน้า 2 คัน 291 รายงาน 16 
12 ป่อเต็กตึ้ง 2 สะพาน 283 รฟม. 16 
13 ตรวจสอบ 2 จราจร 262 สาย 16 
14 รถจักรยานยนต ์ 2 กับ 253 22.00 16 
15 อยู ่ 2 บาง 226 ขาออก 15 
16 เกษตร 2 รายงาน 243 วันท่ี 15 
17 เวลา 2 ทางซ้าย 226 ข้าม 14 
18 ไทเกอร์ 2 ถึง 213 ถึง 13 
19 ช่วยเหลือ 2 กลาง 211 เวลา 13 
20 ก่อน 2 ทางขวา 211 เพือ่ 12 
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ภาพ 3.9 กลุ่มข้อความตามความถ่ีของอุบัติการณ์ท่ีไม่มีผลกระทบต่อการจราจร 

 

 
ภาพ 3.10 กลุ่มข้อความตามความถี่ของอุบัติการณ์ที่กระทบต่อการจราจรบางส่วน 

 

 
ภาพ 3.11 กลุม่ขอ้ความตามความถี่ของอุบัติการณ์ทีป่ิดกั้นทุกช่องจราจร 
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 ตามตาราง 3.3 และภาพ 3.9 ถึง 3.11 เป็นการนำเสนอคำที่แสดงถึงระดับความรุนแรงของ 
การเกิดอุบัติการณ์ซึ่งได้มีการแบ่งไว้ 3 ระดับคือ ไม่มีผลกระทบต่อสภาพจราจรในระดับความรุนแรง
นี้จะเห็นว่า คำท่ีมีความสำคัญแท้จริงแล้วคือคำว่า “แล้ว” , “พ้น” และคำว่า “เคลื่อนย้าย” ซึ่งหากดู
ถึงจำนวนคำที่พบแล้วอยู่ในลำดับที่ 2, 5 และ 6 ตามลำดับ โดยที่ลำดับของความถี่คำในระดับที่ไม่มี
ผลกระทบต่อสภาพจราจร 3 อันดับแรกประกอบไปด้วยคำว่า “อุบัติเหตุ”, “แล้ว” และ “รพ.” ซ่ึงมี
จำนวนคำที่ 5, 5 และ 4 ตามลำดับ และในระดับความรุนแรงที่มีผลกระทบบางส่วนจะเห็นว่ามีคำว่า 
“อุบัติเหตุ” และคำว่า “รถติดเป็นหลัก” ในขณะที่ 3 อันดับแรงของความถี่ประกอบไปด้วยคำว่า 
“อุบัติเหตุ”, “รถติด” และ “แยก” ซึ่งมีจำนวนคำอยู่ที่ 731, 593 และ 582 ตามลำดับ และในระดับ
ความรุนแรงปิดกั้นทุกช่องจราจรมีความถี่ประกอบไปด้วย “ปิด”, “จราจร” และ “สะพาน”  
ซ่ึงมีจำนวนคำอยู่ที ่51, 47 และ 27 
 
 3.2.5 การทดสอบการแยกแยะสถานการณ์แบบพ้ืนฐานจากความถี่คำ 
 จากการหาความถี่ของคำจะเห็นว่ามีคำเป็นจำนวนมากและมีความหลากหลายของการใช้คำใน
การรายงานสภาพจราจรหรือการแจ้งเหตุการณ์ต่าง ๆ เพ่ือให้ทราบถึงจำนวนคำที่ต้องใช้ในการ
จำแนกประเภทของข้อความสำหรับกระบวนการเรียนรู้เชิงลึก โดยการการหาจำนวนคำที่เหมาะสม
สำหรับกระบวนการเรียนรู้เชิงลึกนั้นได้มีการแบ่งการทดสอบออกเป็น 3 สถานการณ์คือ โดย
สถานการณ์แรกเป็นการทดสอบคำที่มีความถี่สูงสุด 1-20 คำโดยทำการค้นหาคำในข้อความเมื่อมีคำ
เพียง 1 คำใน 20 คำจะนับว่าเป็นอุบัติการณ์ สถานการณ์ที่สองเลือกคำที่มีความถี่สูงสุด 1-20 คำ 
โดยทำการทดสอบเป็นรอบรอบแต่ละรอบจะเพ่ิมคำขึ้นรอบละ 1 คำเพ่ือค้นหาคำในข้อความโดย
จะต้องเจอคำทุกคนในแต่ละรอบถึงจะสรุปว่าข้อความนั้นเป็นข้อความอุบัติการณ์ และสถานการณ์ที่
สามเลือกคำที่มีความถี่สูงสุด 1-20 คำ ทำการค้นหาคำในข้อความแต่ละรอบโดยในแต่ละรอบจะเพ่ิม
คำที่ต้องการขึ้นรอบละ 1 คำและทำการค้นหาคำในข้อความหากเจอคำในข้อความ ตั้งแต่ 10 % 
จนถึง 100 % ของแต่ละรอบจึงจะนับว่าข้อความนั้นเป็นข้อความอุบัติการณ์ ซึ่งผลลัพธ์ของการ
ทดสอบเพื่อหาจำนวนที่เหมาะสมที่สุดสำหรับการเรียนรู้เชิงลึกได้ โดยผลลัพธ์ที่ดีที่สุดของการทดสอบ
คือสถานการณ์แรกคือการค้นหาคำจากความถี่คำที่ 5 คำแรกโดยค้นหาคำในข้อความเจออย่างน้อย
หนึ่งคำ รายละเอียดตามตาราง 3.4 และภาพ 3.12 
 

 
 
 
 
 
 

ภาพ 3.12 จำนวนคำที่ให้ผลลัพธ์การแยกประเภทข้อความที่ดีท่ีสุด 



 
36 

 

ตาราง 3.4 การลำดับจำนวนคำที่มีผลต่อการแยกประเภทของข้อความ 
จำนวนคำที่
ใช้ตรวจสอบ 

แจ้งเตือนถูกต้อง 
(ข้อความ) 

แจ้งเตือนผิด 
(ข้อความ) 

แจ้งเตือนทั้งหมด 
(ข้อความ) 

ความถูกต้อง 
(%) 

ความผิดพลาด 
(%) 

1 314 97 411 76.40 23.60 
2 368 110 478 76.99 23.01 
3 394 110 504 78.17 21.83 
4 414 114 528 78.41 21.59 
5 432 116 548 78.83 21.17 
6 446 133 579 77.03 22.97 
7 447 141 588 76.02 23.98 
8 456 145 601 75.87 24.13 
9 462 157 619 74.64 25.36 
10 467 165 632 73.89 26.11 
11 469 166 635 73.86 26.14 
12 470 168 638 73.67 26.33 
13 470 170 640 73.44 26.56 
14 473 176 649 72.88 27.12 
15 474 189 663 71.49 28.51 
16 480 191 671 71.54 28.46 
17 480 191 671 71.54 28.46 
18 483 215 698 69.20 30.80 
19 489 297 786 62.21 37.79 
20 490 297 787 62.26 37.74 

 

 3.2.6 กระบวนการสร้างรูปแบบการเรียนรู้เชิงลึก (Deep Learning Model) 
 สำหรับงานวิจัยงานวิจัยนี้จะนำเสนอเกี่ยวกับการเพ่ือการจำแนกประเภทของข้อความจากสื่อ
สังคมออนไลน์ทวิตเตอร์ ซึ่งจากงานวิจัยต่าง ๆ นั้นได้นำเอากระบวนการทางด้านการเรียนรู้เชิงลึกเข้า
มาทำการประมวลผลข้อความประกอบไปด้วย วิธี MPL ซึ่งเป็นวิธีการเรียนรู้เชิงลึกสำหรับการ
ประมวลข้อความเนื่องจากข้อความนั้นเป็นข้อมูลที่อยู่ในรูปแบบการกระจายแบบไม่เป็นเชิงเส้นจึงเป็น
วิธีการที่เหมาะสมในการนำมาทดสอบประมวลผลเป็นอย่างดี และในงานวิจัยในครั้งนี้ได้นำเอาวิธีการ
ประมวลผลวิธี CNN เพ่ือเป็นการทดสอบผลลัพธ์ที่เกิดขึ้นเนื่องจากเป็นวิธีที่มีความซับซ้อนขึ้นมาอีก
ระดับ และอีกวิธีนำมาทดสอบคือวิธี LSTM ซ่ึงเป็นวิธีการที่เหมาะสมสำหรับการประมวลผลข้อความ
อีกวิธีที่ได้รับความนิยามเป็นอย่างมากในขณะนี้เนื่องจาก LSTM เป็นการประมวลผลคำที่มีการนำเอา
คำที่เกิดก่อนหน้าคำที่จะพิจารณามาประมวลผลร่วมทำให้การพิจราณาคำปัจจุบันเกิดความแม่นยำ
ขึ้น เช่น หากต้องการทราบความหมายของคำว่า “ชน” ที่หมายถึง “รถชนกัน” ที่ไม่ได้แปลว่า “ชน
แก้ว” LSTM จะนำคำก่อนหน้าคือคำว่า “รถ” มาพิจารณาจนทำให้ทราบความหมายของคำว่า “ชน” 
นั้นคือ “รถชน” ซึ่งเป็นคำท่ีเกี่ยวกับถนนหรือการจราจรนั้นเอง  
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 เนื่องจากในการประมวลผลการเรียนรู้เชิงลึก  นั้นจำเป็นต้องมีการสร้างชุดโปรแกรมเพ่ือทำการ
ทดสอบที่เรียกว่าโมเดล กล่าวคือ โมเดลจะเปรียบเสมือนฟังก์ชันที่ทำงานตามคำสั่งเมื่อถูกป้อน
พารามิเตอร์เข้าไปและได้ผลลัพธ์ออกมาจากสูตรหรือสมการที่อยู่ในโมเดลนั้นเอง ซึ่งรายละเอียดใน
การสร้างและทดสอบโมเดลการจำแนกประเภทในแต่ละวิธีการมีรายละเอียด ดังนี้ 
 
 3.2.6.1 MPL 
 MLP เป็นวิธีการที่พัฒนาต่อยอดมาจากเพอร์เซปตรอนที่เป็นโครงสร้างที่ไม่ซับซ้อนเนื่องจากมี
ชั้นเดียวต่อมาเมื่อคอมพิวเตอร์ประมวลผลมีการพัฒนาเพ่ิมมากขึ้นทำให้ความสามารถในการ
ประมวลผลมีมากยิ่งขึ้นต่อมาจึงได้มีการพัฒนาเพอร์เซปตรอนให้มีมากกว่า 1 ชั้น หรือเป็นหลาย ๆ 
ชั้น (Multiple Layer) ได้เพ่ือให้สามารถประมวลผลได้แม่นยำยิ่งขึ้น และได้นำเอา MLP มาใช้ในการ
ประมวลผลเพื่อจำแนกประเภทของขอ้ความกระบวนการที่มีดังต่อไปนี้  
 การกำหนดพารามิเตอร์ เนื่องจากความยาวของประโยคที่ต้องการทดสอบมีความยาว 45 คำ 
ดังนั้นจึงกำหนดให้พารามิเตอร์การนำเข้าข้อมูลเป็น 45 และเพ่ือไม่ให้โมเดลเกิดการสร้างสมาชิกเกิน
ความจำเป็นและให้เกิดการประมวลผลผิดพลาด (Overfit) จึงต้องเติมฟังก์ชันสุ่มลดจำนวนสมาชิกที่
อาจไม่ถูกใช้งาน (Dropout) ที่ 0.2 เข้าไปในแต่ละชั้นและชั้นสุดท้ายผลลัพธ์เป็น 2 เนื่องจากเป็นการ
จำแนกเป็น 2 ประเภท รวมทั้งสิ้น 8 ชั้น 
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ภาพ 3.13 การพัฒนารูปแบบการเรียนรู้เชิงลึกแบบ MLP 
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 3.2.6.2 CNN 
 CNN เป็นรูปแบบของวิธีการโครงข่ายประสาทเทียมประเภทหนึ่งที่มีการออกแบบกระบวนการ 
(Algorithms) เพ่ือให้สามารถรองรับชุดตัวเลข เดิม CNN ออกแบบมาเพ่ือทำงานกับการประมวลผล
รูปภาพซึ่งโดยแท้จริงแล้วคือการแปลงค่าสี RGB ออกมาเป็นชุดตัวเลข 0-255 แล้วจึงนำชุดตัวเลขเข้า
โมเดล CNN เพ่ือประมวลผล ดังนั้นหาก CNN รองรับการประมวลผลรูปภาพที่แปลงตัวเลขแล้ว 
โมเดล CNN จะสามารถรองรับการประมวลผลข้อความที่แปลงเป็นตัวเลขแล้วเช่นกันการดำเนินการ
ข้างต้น คือการแปลงข้อความให้เป็นชุดตัวเลขซึ่งจะมีลักษณะคล้ายกับวิธี MLP แต่ CNN จะมีการเพ่ิม
ชั้นของคอนโวลูชันและพูลลิ่งเข้ามา 
 

 

 
ภาพ 3.14 การพัฒนารูปแบบการเรียนรู้เชิงลึกแบบ CNN 
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 3.2.6.3 LSTM 
 LSTM เป็นวิธีการที่ได้รับความนิยมสำหรับการประมวลผลข้อความหรือการประมูลผล
ภาษาธรรมชาติเนื่องจากเป็นการใช้เทคนิคที่ถูกพัฒนาต่อยอดมาจาก RNN ซ่ึงมีความโดดเด่นในเรื่อง
การประมวลข้อมูลที่เป็นลำดับเวลา (Time Series) กล่าวคือ LSTM จะสามารถจดจำคำที่ผ่านมาให้
ในลำดับชั้นก่อนหน้าได้ว่าในอนาคตจะต้องเป็นไปในทางใดได้นานกว่า RNN  
 LSTM ได้ถูกพัฒนาปรับปรุงประสิทธิภาพให้ดีขึ้น โดยมีชื่อเรียกว่า Bidirectional LSTM หรือ 
Bi-LSTM จะสามารถจดจำได้จาก Memory Cell ทั้ง Forward และ Backward ได้ ในขณะที่ LSTM 
จะสามารถจดจำได้แค่ Backward ได้อย่างเดียว และสำหรับงานวิจัยนี้ ได้นำเอา Bi-LSTM มา
ประมวลผลข้อความเพ่ือจำแนกประเภทของอุบัติการณ์โดยในชั้นแรกเป็นการสร้างชั้นประมวลผล
ภายใน เพ่ือเป็นผลลัพธ์ ไปสู่ Bi-LSTM ซึ่งจะมีพารามิเตอร์สุ่มลดจำนวนสมาชิกท่ีอาจไม่ถูกใช้งานเข้า
มาช่วยลดการสร้างสมาชิกเกินความจำเป็นและให้เกิดการประมวลผลผิดพลาดของการเทรน สำหรับ
ชั้นถัดมาเป็นชั้นที่สรุปการแบ่งประเภทเพ่ือให้ออกมาเป็นคำตอบสุดท้าย  
 

 

 
ภาพ 3.15 การพัฒนารูปแบบการเรียนรู้เชิงลึกแบบ LSTM 
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 3.2.7 กระบวนการตรวจสอบและจำแนกอุบัติการณ์ (Incident Detection and Classification) 
 เมื่อดำเนินการสร้างโมเดลการจำแนกอุบัติการณ์เป็นที่เรียบร้อยต่อจากนั้นเป็นการนำข้อมูลเข้า
สู่กระบวนการเทรนโดยนำชุดข้อมูล (Dataset) ที่เตรียมไว้ส่งเข้าสู่โมเดลโดยโมเดลจะทำการเทรน
ตัวเองฟังก์ชัน fit() พารามิเตอร์ดังต่อไปนี้ 
 - x คือข้อความที่ต้องการเทรน 
 - y คือคำตอบของข้อความ (Label) 
 - batch size คือ พารามเิตอร์สำหรับระบุจำนวนกลุ่มข้อมูลที่ใช้ในการเทรนแต่ละรอบ 
 - epochs คือจำนวนรอบทีใ่ช้ในการเทรนโมเดล 
 - validation data คือชุดข้อมูลเพ่ือให้โมเดลมีการปรับจูนค่าหรือชุดข้อมูลเพ่ือการตรวจสอบ

คำตอบของการทำนาย 
 และเมื่อโมเดลทำการเทรนจนครบตามจำนวนรอบที่ตั้งค่าไว้กระบวนการต่อมาคือการนำโมเดล
ที่ได้มาทดสอบกับชุดข้อมูล (Dataset) ที่เตรียมไว้สำหรับการทดสอบซึ่งเป็นชุดข้อมลูที่ไม่เก่ียวข้องกัน
จำนวน 1,010 ข้อความ โดยโมเดลที่สามารถจำแนกประเภทของอุบัติการณ์ได้มากที่สุดคือโมเดล  
Bi-LSTM สามารถจำแนกได้ถูกต้องที ่957 ข้อความหรือ 94.75 % 
 
3.3 กระบวนการพัฒนา 
 ในส่วนของกระบวนการพัฒนาการจำแนกประเภทของอุบัติการณ์ได้นำเอาเครื่องมือต่าง ๆ  
เข้ามาช่วยในการพัฒนาไม่ว่าจะเป็นระบบฐานข้อมูล Postgresql ซึ่งเป็นโปรแกรมสำหรับจัดการ
ฐานข้อมูลสำหรับการเก็บข้อมูลและจัดทำ Label ก่อนนำไปใช้งานต่อ และเพ่ือความสะดวกในการทำ 
Label จึงได้พัฒนาระบบจัดการข้อมูล Django Framework ซึ่งเป็นระบบจัดการฐานข้อมูลที่พัฒนา
อยู่บนพ้ืนฐานภาษา Python โดยข้อมูลที่นำมาวิเคราะห์นั้นเป็นข้อมูลที่ได้จากสื่อสังคมออนไลน์ 
ทวิตเตอร์ที่มี API เพ่ือการเชื่อมต่อให้สามารถเรียกข้อมูลแบบอัตโนมัติได้และได้นำเอาเครื่องมือ
สำหรับจัดการและประมวลผลภาษาธรรมชาติ (NLP) ที่ทำงานบนภาษา Python คือ PyThaiNLP 
และเครื่องมือหลักในการพัฒนาการโปรแกรมภาษา Python ที่ทำงานอยู่บนเครื่องมือ Anaconda 
Jupytor โดยมีไลบรารี (Library) และสำหรับการพัฒนางานทางด้านการเรียนรู้เชิงลึก  ได้นำเอา
ไลบรารี Keras ที่ทำงานอยู่บนแพลตฟอร์ม Tensorflow และใช้งานฟังก์ชันงานจากไลบรารี่ต่าง ๆ 
บนแพลตฟอร์ม  Scikit learn ในการคำนวณ ค่ าการป ระมวลผลในทางคณิ ตศ าสตร์ อี ก  
โดยรายละเอียดแต่ละระบบมีดังต่อไปนี้ 
 3.3.1 Twitter API 
 ทวิตเตอร์มีการเปิดให้นักพัฒนาสามารถเข้าถึงข้อมูลการทวีตได้จากเครื่องมือที่เรียกว่า Twitter 
API ซึ่งได้เปิดตัวอย่างเป็นทางการและเปดิให้นักพัฒนาใช้งานมาตั้งแต่ปี 2006 โดยเวอร์ชัน (version) 
แรกที่เปิดใช้งานคือ Twitter API v1 ในปี 2012 และในปี 2020 ทวิตเตอร์ได้เปิดตัว Twitter API 
เวอร์ชันล่าสุดคือ Twitter API v2 ซึ่งเป็นเวอร์ชันปัจจุบัน สำหรับเวอร์ชันปัจจุบันมีการเพิ่มคุณสมบัติ
ต่าง ๆ เขา้มาเพ่ือจัดการการเข้าถึงของนักพัฒนา โดยมีการแบ่งเป็น 3 ระดับดงันี้  
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• ระดับมาตรฐาน (Standard) สำหรับระดับมาตรฐานเป็นระดับแรกสุดที่จะให้นักพัฒนา
เข้าใช้งาน API ได้เหมาะสำหรับการเริ่มต้นการพัฒนาประกอบไปด้วยกรณีศึกษาที่ดี ซึ่ง
เหมาะสำหรับการเรียนรู้หรือสอน 

• ระดับงานวิจัยทางวิชาการ (Academic Research) สำหรับระดับงานวิจัยทางวิชาการ
นักวิจัยสามารถใช้ Twitter API เพ่ือทำความเข้าใจข้อความหรือบทสนทนาที่เปิดเผยสู่
สาธารณะและในอนาคตจะมีการคัดเลือกนักวิจัยที่มีแนวทางในการสร้างสรรค์หรือ
ปรับปรุงระบบต่าง ๆ และได้ เตรียมเครื่องมือหรือคำแนะนำเพ่ือให้ง่ายต่อการ
ดำเนินงานในระดับงานวิจัยทางวิชาการ 

• ระดับธุรกิจ (Business) นักพัฒนาที่กำลังสร้างสรรค์ธุรกิจบน Twitter API ไดมี้การเพิ่ม
พันธมิตรทางธุรกิจและข้อมูลลูกค้าเข้ามาในข้อมูล API นี้ 

 ในส่วนของหน้ารวมนักพัฒนา (Developer portal) มีการปรับปรุงรูปแบบใหม่เพ่ือเป็น
เครื่องมือให้นักพัฒนาสามารถสร้างโครงการ (Project) และสารมารถเข้าถึงส่วนสนับสนุนได้จากส่วน
การจัดการนี้ อีกทาง รูปแบบของการเรียกข้อมูลจาก Twitter API สามารถทำได้โดยการระบุ
รายละเอียดของ Project ที่ถูกสร้างขึน้ภายใน Portal ประกอบไปด้วย 

• API Key คือ คีย์เพื่อการอนุญาตให้เข้าถึงแอปพลิเคชันที่สร้างไว้ใน Portal 
• API Key Secret คือ คีย์เพ่ือบ่งบอกรหัสผ่านและการอนุญาตการเข้าถึงแอปพลิเคชันที่

สร้างไว้ใน Portal 
• Access Token คือ โทเคนเพ่ือแสดงถึงบัญชีของเจ้าของแอปพลิเคชันที่สร้างไว้ใน 

Portal และช่วยในการเข้าถึงบัญชีทวิตเตอร์ได ้
• Access Token Secret คือ รหัสลับของโทเคนเพ่ือแสดงถึงบัญชีของเจ้าของแอปพลิเคชันที่

สร้างไว้ใน Portal และช่วยในการเข้าถึงบัญชีทวิตเตอร ์
• Bearer Token คือโทเคนที่ช่วยให้แอปพลิเคชันสามารถตรวจสอบคำขอร้องเพ่ือการ

ตรวจสอบสิทธิ์ความปลอดภัยในระดับ OAuth2.0 
 เมื่อดำเนินการเกี่ยวกับ Key ต่าง ๆ ถูกต้องแล้วจะได้รับข้อมูลการตอบกลับมาจาก API โดย
นักพัฒนาระดับมาตรฐาน (Standard) จะสามารถเรียกข้อความได้ 300 ครั้งต่อ 15 นาที ต่อหนึ่ง 
แอปพลิเคชันที่สร้างไว้และสามารถเรียกข้อความทวีตได้ 500,000 ครั้งต่อเดือน โดยข้อมูลที่ได้จาก 
API จะมีรูปแบบเป็น JSON ซึ่งข้อมูลที่ได้มาประกอบไปด้วยชั้นของ Object ที่ถูกบรรจุข้อมูลการทวิต 
ของผู้ใช้งานที่นำมาใช้ในงานวิจัย ดังนี้ created_at หมายถึง วันที่ เดือน ปี ของข้อความที่ถูกทวิต id 
หมายถึง เลขไอดีของข้อความนี้ full_text หมายถึง ข้อความทั้งหมดที่ถูกทวิต entities. hashtags 
หมายถึง แฮสแท็กของทวิตนี้ user.screen_name  หมายถึง ชื่อบัญชีทีโ่พสต์ทวิตนี้ 
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 สำหรับการเรียกข้อมูลจากทวิตเตอร์อัตโนมัติได้ใช้โปรแกรมภาษา Python สำหรับการพัฒนา
โดยได้นำเอาไลบรารี่ Tweepy เพ่ืออำนวยความสะดวกในการทำงานโดยมีคำสั่งในการเรียกข้อมูล
จาก Twitter API คือ ฟั งก์ชัน  “tweepy.Cursor()” และมี การส่ งพารามิ เตอร์ที่ ต้ องการคื อ 
“api.user_timeline” หมายถึงประเภทที่ต้องการข้อมูลจากทวิตเตอร์สำหรับงานวิจัยครั้งนี้ต้องการ 
Timeline ของผู้ใช้งานย้อนหลัง ต่อมาคือพารามิเตอร์ “screen_name” หมายถึงชื่อผู้งานที่ต้อง
ข้อมูล tweet_mode หมายถึงรูปแบบในการเรียกข้อมูลให้ตั้งค่าเป็น “extended” คือการตั้งค่าให้
เรียกข้อมูลมาทั้งหมด และสามารถตั้งค่าจำนวนข้อความที่ต้องการเรียกในแต่ละรอบคือการตั้งค่า
ฟังก์ชัน “item()”  
 

 
ภาพ 3.16 รายละเอียดข้อมูล JSON ที่ได้จาก Twitter API 

 

 
ภาพ 3.17 ผลลัพธ์การเรียกข้อมูลจาก Twitter API  Tweepy 

 

 
ภาพ 3.18 ผลลัพธ์การตัดคำ PyThaiNLP  
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 3.3.2 Token 
 เมื่อได้ข้อความจากทวิตเตอร์แล้วยังไม่สามารถนำข้อมูลมาใช้ได้เนื่องจากข้อความยังคงเป็น
ประโยคภาษาไทยดังนั้นเพ่ือให้สามารถนำคำที่ต้องการมาวิเคราะห์ได้จำเป็นต้องแบ่งประโยคออกมา
เป็นคำโดยไพทอนมีไลบรารี่ที่เป็นโอเพนซอร์ซ (Open Source) สำหรับช่วยให้สามารถพัฒนาระบบ
ต่าง ๆ ภาษาไพทอนนั้น pythainlp เป็นอีกไลบรารีของภาษาไพทอนที่พัฒนาโดยคนไทยเป็นไลบรารี
ที่มีความสามารถในการแบ่งประโยคภาษาออกมาเป็นคำมีคล้ายกับไลบรารี NLTK (Natural 
Language Toolkit: NLTK) หากแต่ pythainlp นั้นใช้แยกคำที่เป็นภาษาไทยซึ่งนอกจากตัดคำ
ภาษาไทยแล้ว pythainlp ยังมีความสามารถอ่ืน ๆ อีกเช่น การตรวจตัวสะกด การวิเคราะห์ชนิดของ
คำทางไวยากรณ์ การเรียงคำภาษาไทย สำหรับงานวิจัยนี้ได้นำเอาฟังก์ชันการตัดคำมาช่วยในการแบ่ง
ประโยคออกเป็นคำคือฟังก์ชัน “word_tokenize(string,engine)” และมีพารามิเตอร์คือ string 
หมายถึงข้อความที่ต้องการตัดคำ และ engine หมายถึง วิธีใช้ในการตัดคำ โดยมีผลลัพธ์ ดังนี้ 
 

 3.3.3 Python 
 ภาษาเพ่ือโปรแกรมสำหรับงานวิจัยนี้คือภาษา Python มาเป็นภาษาหลักในการพัฒนา ซึ่งเป็น
ภาษาที่ได้รับความนิยมเป็นอย่างมากในการพัฒนาเกี่ยวกับการวิเคราะห์ข้อมูลทั้งยังมีไลบรารีให้
สามารถทำงานได้อย่างสะดวกและเป็นโอเพนซอร์ซสามารถใช้งานได้อย่างอิสระ สำหรับการโปรแกรม
ภาษา Python เพ่ือการทำงานด้านการวิเคราะห์ข้อมูลได้มีการพัฒนาบนแพลตฟอร์ม Anaconda ซึ่ง
มีเครื่องมือสำหรับการพัฒนางานด้านการวิเคราะห์ข้อมูลมากมาย และหนึ่งในนั้นคือ Jupyter 
Notebook ซึ่งเป็นเครื่องมอืหลักในการพัฒนางานวิจัยนี้ โดยข้อดีของ Jupyter Notebook คือมีการ
ติดตั้งไลบรารีต่าง ๆ ที่จำเป็นมาให้พร้อมไม่ว่าจะเป็น Numpy, Pandas, Keras, Tensorflow, 
Scikit-lern, Matplotlib และ Seaborn ซึ่งเป็นไลบรารีหลักที่ใช้ในงานวิเคราะห์ข้อมูล และข้อดีอีก
ประการของ Jupyter Notebook คือการทำงานที่มีการแบ่งชุดคำสั่งโปรแกรมออกเป็นส่วน โดยจะมี
การแบ่งการทำงานออกจากกัน เมื่อรันแต่ละส่วนจะไม่มีผลกระทบกับส่วนอ่ืน ๆ เว้นแต่ตัวแปรหรือ
ฟังก์ชันที่ถูกเรียกมาใช้งานซึ่งสามารถเรียกข้ามส่วนได ้
 

 3.3.4 Neuron Network Tools 
 เครื่องมือที่นำมาใช้ในการพัฒนาการเรียนรู้เชิงลึกได้นำเอาเครื่องมือที่มีชื่อว่า Keras ซึ่งเป็น
เครื่องมือที่อยู่บนเฟรมเวิร์ค Tensorflow อีกที  ข้อดีของ Keras คือสามารถใช้งานได้สะดวก 
เนื่องจากเปน็ API ที่ทำให้นักพัฒนาติดตั้งโปรแกรมและ Import ไลบรารีเข้ามาใช้งานได้ทันที สำหรับ
งานวิจัยครั้งนี้ได้นำเอาฟังก์ชันของ Keras มาใช้งานเพ่ือสร้างโมเดล โดยแต่ละโมเดลจะมีฟังก์ชันที่
แตกต่างกันไป สำหรับโมเดล MLP จะมีฟังก์ชันที่สำคัญคือ “Dense()” ซึ่งเป็นฟังก์ชันในการสร้างเล
เยอร์และมีพารามิเตอร์คือผลลัพธ์ทีต่้องการให้เลเยอร์นั้นส่งออกมา รวมถึงสามารถเพ่ิมฟังก์ชันสำหรับ
การควบคุมผลลัพธ์ได้ โดยมีโครงสร้างฟังก์ชัน ดังนี้ “Dense(250, activation='relu',)” และสำหรับการ
ส ร้ า ง โม เด ล  CNN จ ะมี ฟั งก์ ชั น ใน ก ารส ร้ า ง โม เด ล ส อ ง ฟั งก์ ชั น  คื อ  “Conv1D()” แ ล ะ 
“GlobalMaxPooling1D()” สำหรับโมเดล Bi-LSTM จะใช้ฟังก์ชัน “Bidirectional(LSTM())”  



บทท่ี 4 
 

กระบวนการทดสอบ (Testing Process) 
 
 

4.1 สมมติฐาน 
 การทดสอบประสิทธิภาพของการตรวจสอบอุบัติการณ์อัตโนมัติหลังจากสร้างโมเดลชุดข้อมูลเทรน
เป็นที่เรียบร้อยแล้วโดยโมเดลที่สร้างขึ้นมาประกอบไปด้วย 3 โมเดลคือ โมเดลเพ่ือการแบ่งกลุ่มข้อความ
อุบัติการณ์และข้อความประชาสัมพันธ์ทั่วไป โมเดลเพ่ือแบ่งกลุ่มประเภทของอุบัติการณ์ และโมเดลเพ่ือ
แบ่งกลุ่มระดับความรุนแรงของอุบัติการณ ์โดยโมเดลที่ถูกสร้างขึ้นมานั้นได้ใช้ข้อมูลชุดเดียวกันในการเทรน 
ดังนั้นเพ่ือจำกัดความผิดพลาดจึงได้ใช้ชุดข้อมูลสำหรับการทดสอบชุดเดียวกัน โดยจะทำการทดสอบชุด
ข้อมูลจริงที่เก็บรวบรวมจากการโพสต์ในสื่อสังคมออนไลน์ทวิตเตอร์ (Twitter) โดยจะต้องนำเข้าข้อมูลที่
ได้ผ่านขั้นตอนเตรียมข้อมูล (Data Preparation) ซ่ึงประกอบไปด้วยการแบ่งประโยคออกเป็นคำ (Word 
tokenization) การกรองคำที่ ไม่ ต้ องการออก  (Data filter) การเปลี่ ยนคำเป็ นตั วเลข (Text to 
sequences) และเติมความยาวประโยคให้เท่ากัน (Padding Sequences) หลังจากนั้นนำข้อมูลที่ได้ผ่าน
กระบวนการตรวจสอบยืนยันว่าข้อความดังกล่าวเป็นอุบัติการณ์จริงหรือไม่ก่อน โดยผลลัพธ์สามารถได้
แบ่งเป็น 2 ประเภทคือข้อความที่ได้รับการยื่นยันว่าเป็นเหตุการณ์อุบัติการณ์จริงและข้อความที่เป็นการ
ประชาสัมพันธ์ทั่วไปหรือไม่เป็นข้อความอุบัติการณ์ จากนั้นจะนำข้อความประเภทอุบัติการณ์เข้าสู่
กระบวนการตรวจสอบประเภทของอุบัติการณ์การจัดกลุ่มประเภทของอุบัติการณ์ซึ่งมีกัน 6 ประเภท โดย
มีรูปอินพุตในลักษณะเดียวกันคือเป็นรูปแบบข้อความที่เปลี่ยนเป็นลำดับตัวเลข เมื่อแบ่งประเภทได้สำเร็จ
จะเข้าสู่กระบวนการเพ่ือรายงานผลลัพธ์การตรวจสอบ โดยมีรูปแบบการรายงานร้อยละความถูกต้องของ
ข้อความที่จัดกลุ่มได้ และในขณะเดียวกันคือการนำข้อมูลเดียวกันนี้เข้ากระบวนการแบ่งกลุ่มความรุนแรง
ซึ่งมีกัน 3 ประเภท เมือ่แบ่งประเภทได้สำเร็จจะเข้าสู่กระบวนการเพ่ือรายงานผลลัพธ์การตรวจสอบ โดยมี
รปูแบบการรายงานร้อยละความถูกต้องของข้อความที่จัดกลุ่มได้เช่นเดียวกัน ดังแสดงในภาพ 4.1 
 

 
ภาพ 4.1 ขั้นตอนการการทดสอบและบันทึกผล 3 ขั้นตอน 
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4.2 การจัดเตรียมข้อมูล 
 4.2.1 กระบวนการเก็บรวบรวมข้อมูล 
 ขั้นตอนการจัดเตรียมข้อมูลโดยมีการนำข้อความจากสื่อสังคมออนไลน์ทวิตเตอร์ที่มีการรายงาน
ข้อมูลเกี่ยวกับสภาพจราจรเป็นหลักโดยประกอบไปด้วย  @js100radio ซึ่งเป็นบัญชีทวิตเตอร์ของที่มี
รากฐานมาจากการรายงานข่าวทางสื่อวิทยุต่อมาได้พัฒนาเพ่ิมเติมส่วนของการรายงานข่าวผ่านสื่อสังคม
ออนไลน์และมีผู้ติดตามกว่า 3 ล้านบัญชีผู้ใช้งาน @Traffic_1197 เป็นบัญชีทวิตเตอร์ที่อยู่ภายใต้การดูแล
ของกองบังคับการตำรวจจราจร (บก. 02) ซึ่งเป็นหน่วยงานของราชการมีจำนวนผู้ติดตามกว่า 2 หมื่น
บัญชีผู้ใช้งาน @fm91trafficpro เป็นบัญชีทวิตเตอร์ของหน่วยงานราชการคือ สถานีวิทยุพิทักษ์สันติ
ราษฎร์ สวพ. FM91 อยู่ภายใต้การดูแลของกองตำรวจสื่อสาร สำนักงานตำรวจแห่งชาติมีจำนวนผู้ติดตาม
กว่า 2 ล้านบัญชีผู้ใช้งาน โดยมีการนำข้อมูลตั้งแต่วันที่ 5 กุมภาพันธ์ 2564 ถึงวันที่ 23 มีนาคม 2564 มา
บันทึกในรูปแบบไฟล์ข้อมูล Excel พร้อมทั้งจัดทำหมวดหมู่ของแต่ละข้อความเจ้าหน้าที่กรมทางหลวง 
ประจำอาคารศูนย์ควบคุมและสั่งการจราจร (CCB ลาดกระบัง) จำนวน 2 คน ซึ่งเป็นบุคลากรที่มี
ประสบการณ์และมีความเชี่ยวชาญในการ คัดกรองและวิเคราะห์ข้อมูล การจัดการจราจรและเผยแพร่
ข้อมูลจราจรเป็นอย่างดี 
 4.2.2 กระบวนการจำแนกชุดข้อมูลเรียนรู้และทดสอบ 
 ชุดข้อมูล (Dataset) ที่ถูกรวบรวมมาจากสื่อสังออนไลน์ทวิตเตอร์โดยมีการรวบรวมข้อมูลข้อความ
มาทั้งสิ้น 3,400 ข้อความ และดำเนินการจัดกลุ่มของอุบัติการณ์หรือไม่เป็นอุบัติการณ์พร้อมแบ่งแยก
ประเภทการเกิดอุบัติการณ์และระบุความรุนแรงเป็นที่เรียบร้อย ซึ่งข้อมูลสำหรับการเทรนโมเดลและ
ทดสอบโมเดลนั้นในหลาย ๆ งานวิจัยได้มีการแบ่งข้อมูลออกเป็นสองชุดโดยจะต้องมีการแบ่งแยกกันอย่าง
ชัดเจนระหว่างชุดข้อมูลสำหรับการเทรนและชุดข้อมูลสำหรับการทดสอบซึ่งมีการดำเนินการแบ่งข้อมูล
ออกเป็น 70 % ของข้อมูลเก็บไว้สำหรับการเทรน และ 30 % ของข้อมูลสำหรับการทดสอบ โดยในส่วน
ของข้อมูลสำหรับการเทรนนั้นจะมีการแบ่งข้อมูลออกเป็นข้อความประชาสัมพันธ์ทั่วไปและข้อความการ
แจ้งอุบัติการณ์และในข้อความการแจ้งอุบัติการณ์จะแบ่งออกเป็นข้อความประเภทการเกิดอุบัติการณ์และ
เป็นข้อความระบุความรุนแรง ตามตาราง 4.1 ภาพ 4.2 
 
ตาราง 4.1 ข้อมูลผลการทดสอบการตรวจสอบ 

ลำดับ ข้อมูล 
ข้อความสำหรับการเรียนรู้ ข้อความสำหรับการทดสอบ 
จำนวน สัดส่วน (%) จำนวน สัดส่วน (%) 

1 ข้อความประชาสัมพันธ์ทั่วไป 1,183 70 507 30 
2 ข้อความการแจ้งอุบัติการณ์ 1,197 70 503 30 

2.1 การจัดรูปแบบอุบัติการณ์     
 - ไม่สามารถระบุได้ 29 2.40 12 2.40 
 - การรายงานสภาพจราจร 272 22.75 117 22.75 
 - อุบัติเหตุ รถเสีย/รถชน 778 64.97 333 64.97 
 - ภัยพบิัติ 3 0.23 1 0.23 
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ลำดับ ข้อมูล 
ข้อความสำหรับการเรียนรู้ ข้อความสำหรับการทดสอบ 
จำนวน สัดส่วน (%) จำนวน สัดส่วน (%) 

 - ปิดถนน ซ่อมถนน/ก่อสร้าง 99 8.25 42 8.25 
 - อื่น ๆ 17 1.40 7 1.40 

2.2 การระบุความรุนแรง     
 - ไม่สามารถระบุได้ 414 34.56 177 34.56 
 - ไม่มีผลกระทบ 8 0.64 3 0.64 
 - มีผลกระทบเล็กน้อย 734 61.29 314 61.29 
 - ปิดกั้นช่องจราจร 42 3.51 18 3.51 

 

 
ภาพ 4.2 การแบ่งกลุ่มชุดข้อมูลและการการะจายตัวของอุบัติการณ์ 

 

 
ภาพ 4.3 ขั้นตอนการการทดสอบและบันทึกผล 3 ขั้นตอน 
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4.3 รูปแบบและขัน้ตอนการทดสอบ 
 ในการทดสอบและประเมินผลจะกำหนดให้มีลำดับขั้นในการดำเนินการ จำนวน 3 ขั้นตอน ประกอบ
ไปด้วย ขั้นตอนการทดสอบโมเดลสำหรับการจำแนกประเภทของข้อความ ทำหน้าที่ในการทดสอบความ
ถูกต้องของโมเดลในการจำแนกประเภทของข้อความที่ได้มาจากสื่อสังคมออนไลน์ทวิตเตอร์ เพ่ือให้สามารถ
แยกได้เป็นข้อความประชาสัมพันธ์ทั่วไปหรือเป็นข้อความอุบัติการณ์ ขั้นตอนการทดสอบโมเดลเพ่ือ
จำแนกประเภทของเกิดอุบัติการณ์ ทำหน้าที่จำแนกประเภทข้อความที่ผ่านขั้นตอนการแยกข้อความทั่วไป
และข้อความอุบัติการณ์มาแล้วโดยจะทำการทดสอบแบ่งประเภทโมเดลเดียวแยกออกเป็น 6 ประเภทใน
คราวเดียว และขั้นตอนการจำแนกความรุนแรงของอุบัติการณ์  ทำหน้าที่จำแนกความรุนแรงของ
อุบัติการณ์จากข้อความที่ผ่านโมเดลก่อนหน้าทั้งสองโมเดลมาเข้าสู่การทดสอบสุดท้ายเพ่ือระบุความ
รุนแรงโดยมีความรุนแรง 4 ระดับซึ่งจะใช้เพียงหนึ่งโมเดลเพ่ือระบุความรุนแรงของข้อความอุบัติการณ์  
ดังแสดงในภาพ 4.3 
 4.3.1 ขั้นตอนการทดสอบจำแนกประเภทของข้อความ 
 ขั้นตอนจำแนกประเภทของข้อความ เริ่มจากนำข้อมูลที่ได้จากการรวบรวมข้อความจากทวิตเตอร์มา
ผ่านกระบวนการต่าง ๆ เพ่ือให้พร้อมเป็นการจัดเตรียมข้อมูลก่อนการทดสอบโดยดำเนินการขั้นตอน
ประกอบไปด้วย การแยกคำ การกรองคำที่ไม่มีความออก การเปลี่ยนคำเป็นตัวเลขแบบลำดับ และการ
เพ่ิมความยาวข้อความ จากนั้นจึงเข้าสู่กระบวนการทดสอบในขั้นตอนนี้จะดำเนินการผ่านข้อความที่พร้อม
สำหรับการทดสอบเข้าสู่โมเดลจำแนกประเภทซึ่งเป็นโมเดลแรก โดยมีวัตถุประสงค์ในการจำแนกข้อความ
ระหว่างข้อความประชาสัมพันธ์ทั่วไปหรือเป็นข้อความการแจ้งอุบัติการณ์ ดังแสดงในภาพ 4.4 
 4.3.2 ขั้นตอนการทดสอบจำแนกประเภทของอุบัติการณ์ 
 สำหรับขั้นตอนการทดสอบการจำแนกประเภทของอุบัติการณ์จะดำเนินการเป็นลำดับที่สองถัดจาก
การจำแนกประเภทข้อความ โดยข้อความที่นำมาทดสอบเป็นข้อความอุบัติการณ์ที่ได้ผ่านการแยก
ประเภทข้อความมาจากการแบ่งข้อความเจ้าหน้าที่แล้ว ดังนั้น จึงมีการจัดเตรียมข้อมูลก่อนการทดสอบ
โดยการเก็บเข้าตัวแปรเผื่อผ่านต่อไปยังโมเดลเพ่ือจำแนกประเภทอุบัติการณ์ ในขั้นตอนนี้จะดำเนินการ
ทดสอบความถูกต้องของการแยกประเภทของอุบัติการณ์ โดยมีวัตถุประสงค์ในการสรุปคำตอบของ
ข้อความอุบัติการณ์ให้สามารถบอกประเภทของการเกิดอุบัติการณ์ได้โดยประเภทของอุบัติการณ์ของกลุ่ม
ข้อมูลที่นำมาทดสอบนั้นได้ผ่านขั้นตอนการจำแนกบุคลากรที่เชี่ยวชาญเป็นที่เรียบร้อย โดยมีทั้งสิ้น 6 
ประเภทจงึสามารถนำข้อความมาทดสอบได้ทันที ดังแสดงในภาพ 4.5 
 

 
ภาพ 4.4 ขั้นตอนการทดสอบการจำแนกประเภทข้อความ 
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4.3.3 ขั้นตอนการทดสอบการระบุความรุนแรง 
 ในขั้นตอนการทดสอบประสิทธิภาพของการระบุความรุนแรงมีกระบวนการคือเมื่อได้ข้อความ 
จากทวิตเตอร์ ซึ่งเช่นเดียวกับกระบวนการก่อนหน้าที่จะนำเอาข้อความประเภทอุบัติการณ์เท่านั้น 
มาใช้ในการทดสอบเริ่มกระบวนการโดยนำข้อความที่ผ่านการแยกประเภทเจ้าหน้าที่มาดำเนินการ
ส่วนเตรียมข้อมูล (Preprocess) แล้วจึงนำข้อความที่ผ่านขั้นตอนเตรียมข้อมูลมาเข้าสู่ โมเดล 
เพ่ือทดสอบความถูกต้องของโมเดล สำหรับขั้นตอนนี้เป็นการทดสอบโมเดลเพ่ือระบุความรุนแรง 
ซ่ึงมีอยู่การ 4 ประเภท 
 

 
 

 
ภาพ 4.5 ขัน้ตอนการทดสอบการจำแนกประเภทของอุบัติการณ์ 
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4.4 การประเมินประสิทธิภาพ 
 4.4.1 การจัดกลุ่มข้อมูลทดสอบ 
 เพ่ือให้การทดสอบมีความแม่นยำและน่าเชื่อถือ การทดลองจะทำการแบ่งข้อมูลออกเป็น 2 ส่วน
สำหรับเพ่ือสร้างเป็นข้อมูลสำหรับเรียนรู้ 70 % และข้อมูลสำหรับทดสอบ 30 % (70/30) ซึ่งเป็น
อัตราส่วนที่เหมาะสมเนื่องจาก หากมีข้อความสำหรับเรียนรู้มากขึ้นแบบจำลองจะทำงานได้ดีขึ้นแน่นอน 
(90/10) แต่จะทำให้ข้อมูลทดสอบน้อยเกนิไปจนไม่สามารถพิสูจน์ผลได้อย่างแน่ชัด ในทางกลับกันหากลด
ข้อมูลสำหรับการเรียนรู้ เป็น (60/40) จะทำให้แบบจำลองมีความแม่นยำต่ำลงเช่นกัน ผู้วิจัยได้
เปรียบเทียบความแม่นยำจากการแบ่งข้อมูลการเรียนรู้และทดสอบแต่ละอัตราดังตาราง 4.2 
 

 

 
ภาพ 4.6 ขัน้ตอนการทดสอบการระบุความรุนแรง ในการทดสอบและบันทึกผล 

 

ตาราง 4.2 เปรียบเทียบความแม่นยำเมื่อมีการแบ่งข้อมูลต่างกัน 
สัดส่วน แบบที่ 1 แบบที่ 2 แบบที่ 3 แบบที่ 4 แบบที่ 5 แบบที่ 6 

อัตราการข้อความเรียนรู้ 50 60 70 80 90 95 
อัตราข้อความทดสอบ 50 40 30 20 10 5 
ความแม่นยำ (%) 81.00 81.34 81.87 80.30 83.93 85.71 



 
51 

 

 จะเห็นว่าการแบ่งข้อมูลออกเป็นอัตรา 90:10 และ 95:5 มีความแม่นยำสูงแต่ไม่มีความน่าเชื่อถือ
เนื่องจากข้อความทดสอบมีน้อยเกินไปจนไม่สามารถเป็นตัวแทนของข้อความทั้งหมดได้ ทำการทดสอบ
ด้วยการโปรแกรมภาษา Python ซ่ึงสามารถใช้งานไลบรารี่ Keras ที่มีการให้บริการอยู่บน Tensorflow 
โดยมีกระบวนการใช้งานด้วยการเรียกใช้ฟังชันก์สำหรับแต่ละโมลเดล เช่น โมเดลด้วยวิธี LSTM จะ
เรียกใช้งานฟังชันก์ Bidirectional() แล้วส่ง พารามิเตอร์ LSTM ไปในฟังชันก์เพ่ือเรียกใช้งาน 
 
 4.4.2 การทดสอบประสิทธิภาพด้วยวิธีการ K-Fold 
 หลังจากการปรับแต่งพารามิเตอร์ต่าง ๆ ของโมเดลเพ่ือให้พร้อมสำหรับการเรียนรู้เพ่ือสร้างโมเดล
เป็นที่เรียบร้อยแล้ว เพ่ือให้การเรียนรู้สามารถนำข้อมูลที่มีการกระจายตัวมาเรียนรู้นั้นมีกระบวนการคือ
การแบ่งกลุ่มข้อมูลออกเป็นกลุ่มย่อย (K-Fold) และนำกลุ่มข้อมูลย่อย นั้นมาสลับกันไปมาหรือที่เรียกว่า 
“การทดสอบแบบไขว้ (Cross Validation)” เพ่ือหาค่าเฉลี่ยของประสิทธิภาพของโมเดลที่ผ่านการเรียนรู้
โดยในการทดลองนี้ได้แบ่งกลุ่มข้อมูลออกเป็น 10 กลุ่มหรือ k=10 โดยในการแบ่งกลุ่มข้อมูลจะมีการสุ่ม
ค่าในแต่ละกลุ่มเพ่ือไม่ให้เกิดค่าที่ซ้ำกันและทำการทดสอบประสิทธิภาพของการเรียนรู้ของโมเดลจำนวน 
10 รอบ โดยแต่ละรอบมีการสลับสับเปลี่ยนให้มีการหยิบกลุ่มมาเรียนรู้และทดสอบให้มีกลุ่มสำหรับการ
เรียนรู้ 70 % และข้อมูลสำหรับการทดสอบ 30 % 
 
 4.4.3 การวัดความแม่นยำของวิธีการ 
 การวัดความแม่นยำการตรวจจับหรือจำแนกอุบัติการณ์ จะสามารถพิจารณาได้จาก 2 พารามิตเตอร์ 
ประกอบไปด้วย DR (Detection Rate: DR) เป็นการวัดค่าความถูกต้องของการตรวจจับอุบัติการณ์ มี
หน่วยเป็นเปอร์เซ็นต์ สามารถคำนวณได้ดังสมการที่ (1) โดย  คือจำนวนครั้งของอุบัติการณ์ที่ตรวจพบ
โดยวิธีการที่ทดสอบ และ  คือจำนวนครั้งของอุบัติการณ์ท้ังหมดที่มีในการทดสอบ 
 

 
(1) 

 
 ในขณะเดียวกันการวัดความแม่นยำในอีกลักษณะคือการประเมินอัตราการแจ้งเตือนที่ผิดพลาด คือ 
FAR (False Alarm Rate) มีหน่วยการวัดเป็นค่าเปอร์เซ็นต์ สามารถคำนวณได้ดังสมการที่ (2) โดย  
คือจำนวนข้อความที่แจ้งเตือนผิดพลาด และ  คือจำนวนอุบัติการณ์ท้ังหมดที่มีในการทดสอบ 
 

 
(2) 

 



บทท่ี 5 
 

ผลการวิจัยและพฒันา (Results) 
 
 

5.1 การทดสอบการตรวจจับการเกิดอุบัติการณ ์
 5.1.1 MPL 
 ในการทดสอบการจำแนกการเกิดอุบัติการณ์วิธีการ MPL กำหนดให้วิธีการมีรายละเอียดในการ
ทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายในเท่ากับ 5 
ชั้น สมาชิกในลำดับชั้น 4 ชั้นแรกมีจำนวน 450 โนดต่อลำดับชั้น รูปแบบฟังก์ชันเชิงเส้นและในชั้นที่ 5 ซึ่ง
เป็นชั้นสุดท้ายมีจำนวน 2 โนดเพ่ือให้สอดคล้องกับจำนวนกลุ่มข้อมูลที่ต้องการแบ่ง มีรูปแบบฟังก์ชันเป็น 
ซอฟต์แมกซ์  (Softmax) ใช้ข้อมูลในการทดสอบ 1,010 ข้อมูล โดยมีผลการเรียนรู้และปรับปรุง
ประสิทธิภาพดังแสดงในภาพ 5.1 เป็นผลลัพธ์ค่าความผิดพลาด (Loss) และภาพ 5.2 เป็นผลลัพธ์ทาง
ความแม่นยำ (Accuracy) ทั้งนี้ ในการทดสอบกับข้อมูลจริง วิธีการ MPL โดยมีความแม่นยำในการ
ตรวจจับการเกิดอุบัติการณ์เท่ากับ 59.41 % และมีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาด
เท่ากับ 40.59 % 
 
 5.1.2 CNN 
 ในการทดสอบการจำแนกการเกิดอุบัติการณ์วิธีการ CNN กำหนดให้วิธีการมีรายละเอียดในการ
ทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายในเท่ากับ 5 
ชั้น สมาชิกในแต่ละลำดับชั้นมีจำนวน 45 โนดในลำดับชั้นแรก ลำดับที่สองเป็นชั้นของ คอนโวลูชันเลเยอร์ 
มีจำนวนโนด 250 โนด รูปแบบฟังก์ชันเชิงเส้นในชั้นที่สามเป็นชั้นของพูลลิ่งเลเยอร์มีจำนวนโนด 250 โนด 
และชั้นที่สี่และห้ามีจำนวนโนด 150 โนดและ 2 โนดตามลำดับ โดยมีผลการเรียนรู้และปรับปรุง
ประสิทธิภาพดังแสดงในภาพ 5.3 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.4 เป็นผลลัพธ์ทางความแม่นยำ 
ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ CNN โดยมีความแม่นยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 
92.57 % และมีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาดเท่ากับ 7.43 % 
 
 5.1.3 LSTM 
 ในการทดสอบการจำแนกประเภทของอุบัติการณ์วิธีการ LSTM กำหนดให้วิธีการมีรายละเอียดใน
การทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายในเท่ากับ 
4 ชั้น สมาชิกในแต่ละลำดับชั้นในชั้นแรกมีจำนวน 45 โนดลำดับชั้นที่สองซึ่งเป็นชั้นของ Bi-LSTM มี
จำนวนโนดทัง้สิ้น 90 โนด และเพ่ิมฟังก์ชันสุ่มลดจำนวนสมาชิกที่อาจไม่ถูกใช้งาน 20 % ในแต่ละชั้น ใน
ลำดับชั้นที่สามมีจำนวนโนดจำนวน 50 โนด รูปแบบฟังก์ชันเชิงเส้นและสี่เป็นชั้นเพ่ือรวมค่าเป็นผลลัพธ์
และ 2 โนดตามลำดับ โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดังแสดงในภาพ 5.5 เป็นผลลัพธ์ค่า
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ความผิดพลาดและภาพ 5.6 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ LSTM 
โดยมีความแม่นยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 94.75 % และมีผลลัพธ์ในการตรวจจับการ
เกิดอุบัติการณ์ผิดพลาดเท่ากับ 5.25 % 
 
 5.1.4 LSTM+CNN 
 ในการทดสอบการจำแนกประเภทของอุบัติการณ์วิธีการ LSTM+CNN กำหนดให้วิธีการมีการทำงาน
ร่วมกัน โดยการผ่านพารามิเตอร์จาก CNN ที่ได้จากคอนโวลูชันเลเยอร์และนำเข้าสู่ LSTM เลเยอร์และ
ตัดสินใจเลือกผลลัพธ์การทำนายด้วยชั้นซอฟต์แมกซ์ สำหรับการส่งพารามิเตอร์เข้าสู่โมเดล โดยวิธีการที่
นำเสนอนี้จะมีความแตกต่างจากวิธีการ CNN และ LSTM ก่อนหน้านี้ ในชั้นแรกคือชั้นประมวลผลภายใน
ที่ 32 ลำดับชั้น (Dimension) ในส่วนของคอนโวลูชันเลเยอร์จะมี 250 โนด และนำผลลัพธ์ส่งเข้าสู่ LSTM 
เลเยอร์ โดยระบุพารามิเตอร์เข้าเป็น 32 ลำดับชั้น พร้อมกำหนดสุ่มลดจำนวนสมาชิกที่อาจไม่ถูกใช้งาน
ที่ 20 % ในเลเยอร์สุดท้ายจะรวมผลลัพธ์ออกเป็นคำตอบโดยชั้นผลลัพธ์ โดยจะกำหนดผลลัพธ์เป็น 2 
สำหรับข้อความการตรวจจับอุบัติการณ์ โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดังแสดงในภาพ 
5.6 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ LSTM+CNN โดยมีความ
แม่นยำในการตรวจจับการเกิดอุบัติการณ์ เท่ากับ 94.06 % และมีผลลัพธ์ในการตรวจจับการเกิด
อุบัติการณผ์ิดพลาดเท่ากับ 5.94 % 
 

 
ภาพ 5.1 ความผิดพลาดการเรียนรู้การจำแนกการเกิดอุบัติการณว์ิธีการ MPL 
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ภาพ 5.2 ความแม่นยำของการเรียนรู้การจำแนกการเกิดอุบัติการณ์วิธีการ MPL 

 

 
ภาพ 5.3 ความผิดพลาดการเรียนรู้การจำแนกการเกิดอุบัติการณว์ิธีการ CNN 

 

 
ภาพ 5.4 ความแม่นยำของการเรียนรู้การจำแนกการเกิดอุบัติการณ์วิธีการ CNN 
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ภาพ 5.5 ความผิดพลาดการเรียนรู้การจำแนกการเกิดอุบัติการณว์ิธีการ LSTM 

 

 
ภาพ 5.6 ความแม่นยำของการเรียนรู้การจำแนกการเกิดอุบัติการณว์ิธีการ LSTM 

 

 
ภาพ 5.7 ความแม่นยำของการเรียนรู้การจำแนกการเกิดอุบัติการณว์ิธีการ LSTM+CNN 
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5.2 การทดสอบการจำแนกประเภทของอุบัติการณ์ (Incident Classification) 
 5.2.1 MPL 
 ในการทดสอบการจำแนกประเภทของอุบัติการณ์วิธีการ MPL กำหนดให้วิธีการมีรายละเอียดในการ
ทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายในเท่ากับ 5 
ชั้น สมาชิกในลำดับชั้น 4 ชั้นแรกมีจำนวน 450 โนดต่อลำดับชั้น รูปแบบฟังก์ชันเชิงเส้นและในชั้นที่ 5  
ซึ่งเป็นชั้นสุดท้ายมีจำนวน 4 โนดเพ่ือให้สอดคล้องกับจำนวนกลุ่มข้อมูลที่ต้องการแบ่งประเภท และเพ่ิม
ฟังก์ชันสุ่มลดจำนวนสมาชิกที่อาจไม่ถูกใช้งาน 20 % ในแต่ละชั้นเพ่ือลดปัญหาการสร้างสมาชิกเกิน
ความจำเป็นและให้เกิดการประมวลผลผิดพลาด และเมื่อทำการเทรนโมเดลได้มีการเพ่ิมฟังก์ชัน 
หยุดการเรียนรู้ (Early Stop) เมื่อค่าความผิดพลาดสูงขึ้น สำหรับข้อมูลที่นำมาทดสอบมีทั้งสิ้น 503 
ข้อมูลซึ่งเป็นข้อมูลที่เป็นข้อความอุบัติการณ์เท่านั้น โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพ 
ดังแสดงในภาพ 5.8 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.9 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ใน 
การทดสอบกับข้อมูลจริง วิธีการ MPL โดยมีความแมน่ยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 67.20 % 
และมีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาดเท่ากับ 32.80 % 
 

 5.2.2 CNN 
 ในการทดสอบการจำแนกประเภทของอุบัติการณ์วิธีการ CNN กำหนดให้วิธีการมีรายละเอียดในการ
ทดสอบทีมี่ประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายในเท่ากับ 5 ชั้น 
สมาชิกในแต่ละลำดับชั้น มีจำนวน 45 โนด ในลำดับชั้นแรก ลำดับที่สองเป็นชั้นของคอนโวลูชันเลเยอร์ 
มีจำนวนโนด 250 โนด รูปแบบฟังก์ชันเชิงเส้นในชั้นที่สามเป็นชั้นของพูลลิ่งเลเยอร์มีจำนวนโนด 250 โนด 
และชั้นที่สี่และห้ามีจำนวนโนด 150 โนดและ 4 โนดตามลำดับ และเมื่อทำการเรียนรู้โมเดลได้มีการเพ่ิม
ฟังก์ชันเพ่ือหยุดการเรียนรู้ เมื่อค่าความผิดพลาดสูงขึ้น  โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดัง
แสดงในภาพ 5.10 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.11 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ในการ
ทดสอบกับข้อมูลจริง วิธีการ CNN โดยมีความแม่นยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 85.88 % 
และมีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาดเท่ากับ 14.12 % 
 

 5.2.3 LSTM 
 ในการทดสอบการจำแนกประเภทของอุบัติการณ์วิธีการ LSTM กำหนดให้วิธีการมีรายละเอียด 
ในการทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายใน  
ในชั้นแรกมีจำนวน 45 โนดลำดับชั้นที่สองซึ่งเป็นชั้นของ Bi-LSTM มีจำนวนโนดทั้งสิ้น 90 โนด และเพ่ิม
ฟังก์ชันสุ่มลดจำนวนสมาชิกที่อาจไม่ถูกใช้งาน 20 % ในแต่ละชั้น ในลำดับชั้นที่สามมีจำนวนโนดจำนวน 
50 โนด รูปแบบฟังก์ชันเชิงเส้นและสี่เป็นชั้นเพ่ือรวมค่าเป็นผลลัพธ์และ 2 โนดตามลำดับ และเมื่อทำการ
เรียนรู้โมเดลได้มีการเพ่ิมฟังก์ชันเพ่ือหยุดการเรียนรู้ เมื่อค่าความผิดพลาดสูงขึ้น  โดยมีผลการเรียนรู้และ
ปรับปรุงประสิทธิภาพดังแสดงในภาพ 5.12 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.13 เป็นผลลัพธ์ทาง
ความแม่นยำ ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ LSTM โดยมีความแม่นยำในการตรวจจับการเกิด
อุบัติการณ์เท่ากับ 87.87 % และมผีลลัพธ์ในการตรวจจับการเกดิอุบัติการณ์ผิดพลาดเท่ากับ 12.13 % 
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 5.2.4 LSTM+CNN 
 ในการทดสอบการจำแนกประเภทของอุบัติการณ์วิธีการ LSTM+CNN กำหนดให้วิธีการมีการทำงาน
ร่วมกัน โดยการผ่านพารามิเตอร์จาก CNN ที่ได้จากคอนโวลูชันเลเยอร์และนำเข้าสู่ LSTM เลเยอร์และ
ตัดสินใจเลือกผลลัพธ์การทำนายด้วยชั้นซอฟต์แมกซ์ สำหรับการส่งพารามิเตอร์เข้าสู่โมเดล โดยวิธีการที่
นำเสนอนี้จะมีความแตกต่างจากวิธีการ CNN และ LSTM ก่อนหน้านี้ ในชั้นแรกคือชั้นประมวลผลภายใน
ที่ 32 ลำดับชั้น ในส่วนของคอนโวลูชันเลเยอร์จะมี 250 โนด และนำผลลัพธ์ส่งเข้าสู่ LSTM เลเยอร์ โดย
ระบุพารามิเตอร์เข้าเป็น 32 ลำดับชั้น พร้อมกำหนดสุ่มลดจำนวนสมาชิกที่อาจไม่ถูกใช้งานที่ 20 % 
ในเลเยอร์สุดท้ายจะรวมผลลัพธ์ออกเป็นคำตอบโดยชั้นผลลัพธ์ โดยจะกำหนดผลลัพธ์เป็น 5 สำหรับ
ข้อความที่ใช้ในการจำแนกประเภทอุบัติการณ์  โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดังแสดง
ในภาพ 5.14 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ LSTM+CNN โดยมี
ความแม่นยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 84.58 % และมีผลลัพธ์ในการตรวจจับการเกิด
อุบัติการณผ์ิดพลาดเท่ากับ 15.42 % 
 

 
ภาพ 5.8 ความผิดพลาดการเรียนรู้การจำแนกประเภทของอุบัติการณว์ิธีการ MPL 

 

 
ภาพ 5.9 ความแม่นยำของการเรียนรู้การจำแนกประเภทของอุบัติการณ์วิธีการ MPL 

 



 
58 

 

 
ภาพ 5.10 ความผิดพลาดการเรียนรู้การจำแนกประเภทของอุบัติการณว์ิธีการ CNN 

 

 
ภาพ 5.11 ความแม่นยำของการเรียนรู้การจำแนกประเภทของอุบัติการณว์ิธีการ CNN 

 

 
ภาพ 5.12 ความผิดพลาดการเรียนรู้การจำแนกประเภทของอุบัติการณว์ิธีการ LSTM 
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ภาพ 5.13 ความแม่นยำของการเรียนรู้การจำแนกประเภทของอุบัติการณ์วิธีการ LSTM 

 

 
ภาพ 5.14 ความแม่นยำของการเรียนรู้การจำแนกประเภทของอุบัติการณว์ิธีการ LSTM+CNN 
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5.3 การทดสอบการระบุความรุนแรงของอุบัติการณ์ (Incident Impact) 
 5.3.1 MPL 
 ในการทดสอบการระบุความรุนแรงของอุบัติการณ์วิธีการ MPL กำหนดให้วิธีการมีรายละเอียด 
ในการทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายใน
เท่ากับ 5 ชั้น สมาชิกในลำดับชั้น 4 ชั้นแรกมีจำนวน 450 โนดต่อลำดับชั้น รูปแบบฟังก์ชันเชิงเส้นและ 
ในชั้นที่ 5 ซึ่งเป็นชั้นสุดท้ายมีจำนวน 6 โนดเพ่ือให้สอดคล้องกับจำนวนกลุ่มข้อมูลที่ต้องการแบ่งประเภท 
และเพ่ิมฟังก์ชันสุ่มลดจำนวนสมาชิกที่อาจไม่ถูกใช้งาน 20 % ในแต่ละชั้นเพ่ือลดปัญหาการสร้าง
สมาชิกเกินความจำเป็นและให้เกิดการประมวลผลผิดพลาด และเมื่อทำการเทรนโมเดลได้มีการเพ่ิม
ฟังก์ชันเพ่ือหยุดการเรียนรู้ เมื่อค่าความผิดพลาดสูงขึ้น สำหรับข้อมูลที่นำมาทดสอบมีทั้งสิ้น 503 ข้อมูล
ซึ่งเป็นข้อมูลที่เป็นข้อความอุบัติการณ์เท่านั้น  โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดังแสดงใน
ภาพ 5.15 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.16 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ในการทดสอบ
กับข้อมูลจริง วิธีการ MPL โดยมีความแม่นยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 44.14 % และ 
มีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาดเทา่กับ 55.86 % 
 

 5.3.2 CNN 
 ในการทดสอบการระบุความรุนแรงของอุบัติการณ์วิธีการ CNN กำหนดให้วิธีการมีรายละเอียด 
ในการทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายใน 
มีจำนวน 45 โนดในลำดับชั้นแรก ลำดับที่สองเป็นชั้นของคอนโวลูชันเลเยอร์มีจำนวนโนด 250 โนด 
รูปแบบฟังก์ชันเชิงเส้นในชั้นที่สามเป็นชั้นของพูลลิ่งเลเยอร์มีจำนวนโนด 250 โนด และชั้นที่สี่และห้ามี
จำนวนโนด 150 โนดและ 6 โนดตามลำดับ และเมื่อทำการเรียนรู้โมเดลได้มีการเพ่ิมฟังก์ชันเพ่ือหยุด 
การเรียนรู้ เมื่อค่าความผิดพลาดสูงขึ้น  โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดังแสดงในภาพ 
5.17 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.18 เป็นผลลัพธ์ทางความแม่นยำ ทั้งนี้ในการทดสอบกับ
ข้อมูลจริง วิธีการ CNN โดยมีความแม่นยำในการตรวจจับการเกิดอุบัติการณ์เท่ากับ 93.24 % และมี
ผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาดเท่ากับ 6.76 % 
 

 5.3.3 LSTM 
 ในการทดสอบการระบุความรุนแรงของอุบัติการณ์วิธีการ LSTM กำหนดให้วิธีการมีรายละเอียดใน
การทดสอบที่มีประสิทธิภาพที่เหมาะสมต่อการแก้ปัญหาที่สุด ดังนี้ จำนวนชั้นประมวลผลภายใน ในชั้น
แรกมีจำนวน 250 โนดลำดับชั้นที่สองซึ่งเป็นชั้นของ Bi-LSTM มีจำนวนโนดทั้งสิ้น 100 โนด และเพ่ิม
ฟังก์ชันสุ่มลดจำนวนสมาชิกท่ีอาจไม่ถกูใช้งาน 20 % ในแต่ละชั้น ในลำดับชั้นที่สามมีจำนวนโนดจำนวน 
50 โนด รูปแบบฟังก์ชันเชิงเส้นและสี่เป็นชั้นเพ่ือรวมค่าเป็นผลลัพธ์และ 6 โนดตามลำดับ และเมื่อทำการ
เรียนรู้โมเดลได้มีการเพ่ิมฟังก์ชั้นเพ่ือหยุดการเรียนรู้ เมื่อค่าความผิดพลาดสูงขึ้น  โดยมีผลการเรียนรู้และ
ปรับปรุงประสิทธิภาพดังแสดงในภาพ 5.19 เป็นผลลัพธ์ค่าความผิดพลาดและภาพ 5.20 เป็นผลลัพธ์ทาง
ความแม่นยำ ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ LSTM โดยมีความแม่นยำในการตรวจจับการเกิด
อุบัติการณเ์ท่ากับ 77.92 % และมผีลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์ผิดพลาดเท่ากับ 22.08 % 
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 5.3.4 LSTM + CNN 
 ในการทดสอบการระบุความรุนแรงของอุบัติการณ์วิธีการ LSTM+CNN กำหนดให้วิธีการมีการ
ทำงานร่วมกัน โดยการผ่านพารามิเตอร์จาก CNN ที่ได้จากคอนโวลูชันเลเยอร์และนำเข้าสู่ LSTM เลเยอร์
และตัดสินใจเลือกผลลัพธ์การทำนายด้วยชั้นซอฟต์แมกซ์ สำหรับการส่งพารามิเตอร์เข้าสู่โมเดล โดย
วิธีการที่นำเสนอนี้จะมีความแตกต่างจากวิธีการ CNN และ LSTM ก่อนหน้านี้  ในชั้นแรกคือชั้น
ประมวลผลภายในที่ 32 ลำดับชั้น ในส่วนของคอนโวลูชันเลเยอร์จะมี 250 โนด และนำผลลัพธ์ส่งเข้าสู่ 
LSTM เลเยอร์ โดยระบุพารามิเตอร์เข้าเป็น 32 ลำดับชั้น พร้อมกำหนดสุ่มลดจำนวนสมาชิกที่อาจไม่ถูก
ใช้งานที ่20 % ในเลเยอรส์ุดท้ายจะรวมผลลัพธ์ออกเป็นคำตอบโดยชั้นผลลัพธ์ โดยจะกำหนดผลลัพธ์เป็น 
3 โนด สำหรับข้อความความรุนแรง โดยมีผลการเรียนรู้และปรับปรุงประสิทธิภาพดังแสดงในภาพ 5.21 
เป็นผลลัพธ์ทางความแม่นยำ  ทั้งนี้ในการทดสอบกับข้อมูลจริง วิธีการ LSTM+CNN โดยมีความแม่นยำใน
การตรวจจับการเกิดอุบัติการณ์เท่ากับ 82.25 % และมีผลลัพธ์ในการตรวจจับการเกิดอุบัติการณ์
ผิดพลาดเท่ากับ 11.70 % 
 

 
ภาพ 5.15 ความผิดพลาดการเรียนรู้การระบุความรุนแรงของอุบัติการณว์ิธีการ MPL 

 

 
ภาพ 5.16 ความแม่นยำของการเรียนรู้การระบุความรุนแรงของอุบัติการณว์ิธีการ MPL 
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ภาพ 5.17 ความผิดพลาดการเรียนรู้การระบุความรุนแรงของอุบัติการณว์ิธีการ CNN 

 

 
ภาพ 5.18 ความแม่นยำของการเรียนรู้การระบุความรุนแรงของอุบัติการณว์ิธีการ CNN 

 

 
ภาพ 5.19 ความผิดพลาดการเรียนรู้การระบุความรุนแรงของอุบัติการณ์วิธีการ LSTM 
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ภาพ 5.20 ความแม่นยำของการเรียนรู้การระบุความรุนแรงของอุบัติการณ์วิธีการ LSTM 

 

 

 
ภาพ 5.21 ความแม่นยำของการเรียนรู้การระบุความรุนแรงของอุบัติการณว์ิธีการ LSTM+CNN 



บทท่ี 6 
 

อภิปรายผล (Discussion) 
 
 

 ในการทดสอบผลจะสามารถบันทึกผลเพ่ือทำการเปรียบเทียบประสิทธิภาพของรูปแบบการจำแนก
กลุ่มแต่ละประเภทประกอบไปด้วย MLP, CNN, Bi-LSTM ในการจำแนกประเภทอุบัติการณ์ จำแนก
ประเภท รวมทั้งการระบุความรุนแรงเพ่ือให้ทราบถึงความถูกต้องของการทำงานหลังจากการเรียนรู้เชิงลึก
ของแต่ละระบบและได้ทำการทดสอบบนพ้ืนฐานข้อความจากทวิตเตอร์โดยสำหรับการจำแนกข้อความการ
เกิดอุบัติการณ์ข้อความจำนวน 1,010 ข้อความ และใน 1,010 ข้อความมีข้อความที่ เป็นข้อความ
อุบัติการณ์ 503 ข้อความเพ่ือนำมาทดสอบกับรูปแบบการจำแนกประเภทและรูปแบบการระบุความแรง 
โดยผลลัพธ์ที่ทดสอบได้แสดงให้เห็นภาพรวมคือรูปแบบการทดสอบโมเดลที่ได้จาก CNN มีค่าเฉลี่ยอัตรา
ความถูกต้องที่สูงที่สุดที่ 93.53 % แต่หากสังเกตุที่การจำแนกการเกิดอุบัติการณ์จะเห็นว่ารูปแบบการ
จำแนกการเกิดอุบัติการณ์ที่มีเพียง 2 กลุ่มจากโมเดล CNN+LSTM มีความถูกต้องที่สูงที่สุดคือ 94.06 % 
แต่เมื่อข้อมูลมีจำนวนกลุ่มที่ต้องจำแนกมากขึ้น (Multi Class) คือการจำแนกประเภทที่มีจำนวน 5 กลุ่ม
ข้อมูลและการระบุความรุนแรงที่มี 3 กลุ่มข้อมูล จะสังเกตุเห็นผลลัพธ์ของโมเดลที่ได้จาก CNN จะทำได้
ดีกว่า อย่างไรก็ตามการเพ่ิมประสิทธิภาพของความแม่นยำสามารถทำได้โดยการตัดคำที่ไม่มีความหมาย
ออกและการเพ่ิมข้อความมูลให้มีความสมดุลกันที่สุดในทุกกลุ่มข้อมูลจะทำให้ความแม่นยำในการจำแนก
กลุ่มของข้อความมีมากขึ้นดังตาราง 6.1 
 

 ดังข้อมูลผลการทดสอบการตรวจสอบอุบัติการณ์วิธีการต่าง ๆ สามารถแสดงการเปรียบเทียบค่า
ความถูกต้องของวิธีการในการตรวจสอบอุบัติการณ์ลักษณะต่าง ๆ ดังแสดงในภาพ 6.1 ร่วมกับการแสดง
ค่าความผิดพลาดได้จากภาพ 6.2 ซึ่งในผลการทดสอบจะพบว่าการเปรียบเทียบค่าความถูกต้องของวิธีการ
ในการตรวจสอบอุบัติการณ์ลักษณะต่าง ๆ ทั้ง 3 รูปแบบ รูปแบบ CNN+LSTM จะมีความสามารถในการ
จำแนกการเกิดอุบัติการณ์ และการระบุความรุนแรงได้ดีที่สุด และวิธีการ CNN และ MPL มีความถูกต้อง
ลดลงมาตามลำดับ ในขณะเดียวกันวิธีการ CNN มีความสามารถในการจำแนกประเภทได้ดีที่สุดและ
วิธีการ Bi-LSTM และ MPL มีความถูกต้องลดลงมาตามลำดับเช่นเดียวกัน 
 

ตาราง 6.1 ข้อมูลผลการทดสอบการตรวจสอบอุบัติการณ์วิธีการต่าง ๆ 

การตรวจสอบอุบัติการณ์ 
DR FAR 

MLP CNN LSTM 
CNN+ 
LSTM 

MLP CNN LSTM 
CNN+ 
LSTM 

การจำแนกการเกิดอุบัติการณ์ 67.75 91.47 93.53 94.06 32.25 8.53 6.47 5.94 
การจำแนกประเภท 58.90 85.29 84.65 84.58 41.10 14.71 15.35 15.42 
การระบุความรุนแรง 70.10 88.04 88.53 86.26 29.90 11.96 11.47 13.74 

ค่าเฉลี่ย (%) 65.58 88.27 88.90 88.30 34.42 11.73 11.10 11.70 
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ตาราง 6.2 ข้อมูลผลการทดสอบเพ่ิมประสิทธิภาพของแบบจำลอง 
รูปแบบแบบจำลอง ข้อมูลพ้ืนฐาน Stop Word Marge Data ปรับปรุงสองวิธี 

LSTM 
ประเภท  87.40 88.35 88.41 89.20 
ความรุนแรง  90.07 90.50 90.78 90.87 

CNN 
ประเภท  84.70 85.05 87.22 87.89 
ความรุนแรง  91.42 91.76 91.56 91.02 

MLP 
ประเภท  54.34 56.56 58.12 57.44 
ความรุนแรง  70.54 71.89 72.45 75.37 

CNN+LSTM 
ประเภท  85.99 86.25 86.89 87.20 
ความรุนแรง  86.26 87.28 88.20 91.85 

 

 
ภาพ 6.1 การเปรียบเทียบค่าความถูกต้องของวิธีการในการตรวจสอบอุบัติการณ์ 

 

 
ภาพ 6.2 การเปรียบเทียบค่าความผิดพลาดของวิธีการในการตรวจสอบอุบัติการณ์ 



บทท่ี 7 
 

สรุปผล (Conclusion) 
 
 

7.1 สรุปผล 
 การตรวจหาเหตุการณ์การจราจรบนสื่อสังคมออนไลน์ทวิตเตอร์แพลตฟอร์ม โดยการตรวจจับจาก
ข้อความที่ถูกทวีตจำนวนมาก ผ่าน Twitter API ในงานวิจัยนี้ จะดำเนินการรวบรวมข้อมูลข้อความ
ตัวอย่างดังกล่าวเพ่ือนำมาตรวจสอบและระบุรูปแบบพร้อมรายละเอียดต่าง ๆ โดยผู้ที่มีความเชี่ยวชาญใน
การจัดการจราจร ร่วมกับวิธีการสำหรับเตรียมข้อมูลด้วย การกรองคำ การตัดคำ และการแปลงคำเป็น
ตัวเลข ก่อนนำเข้าสู่กระบวนการเรียนรู้เชิงลึก ด้วยข้อความจากสื่อสังคมออนไลน์ โดยการรวบรวมข้อมูล
การประกาศของทวิตเตอร์ ซึ่งเป็นสื่อสังคมออนไลน์ที่ได้รับความนิยมเป็นอันดับต้น มีการส่งต่อข่าวสารใน
รูปแบบข้อความสั้น ผ่าน API ที่รองรับการทำงานแบบอัตโนมัติ เพ่ือหาคำที่มีความเกี่ยวข้องการการ
ตรวจจับอุบัติการณ์บนสื่อสังคมออนไลน์ แต่ด้วยข้อความบนทวิเตอร์มีอยู่อย่างมหาศาล จะเป็นการยาก
ในการตรวจหาเนื้อหาที่เกี่ยวข้องหรือที่สนใจอยู่เท่านั้น งานวิจัยนี้จึงนำเสนอการรวบรวมคำที่เกี่ยวข้องกับ
ข้อความที่ต้องการค้นหา ที่ เกี่ยวข้องการตรวจจับอุบัติการณ์  บนวิธีการ TF-IDF, Word2Vec และ 
Markov Chain ด้วยกระบวนการทำงานหลัก 4 ขั้นตอน ผลการทดลองแสดงให้เห็นความสามารถในการ
ประมวลผลตรวจจับการเกิดอุบัติการณ์ของวิธีการที่นำเสนอ พบว่าคำที่มีความเกี่ยวข้องกับการเกิด
อุบัติการณ์และมีประสิทธิภาพความแม่นยำในการตรวจจับข้อความการแจ้งอุบัติการณ์ในรูปแบบ
ภาษาไทยคือ 5 คำแรกจากคำ 20 อันดับแรก โดยมีความแม่นยำของระบบเท่ากับ 85.80 % มีอัตราการ
ตรวจพบ (DR) เท่ากับ 78.83 % และอัตราการแจ้งเตือนผิดพลาด (FAR) เท่ากับ 21.17 % 
 โดยในการวิจัยการจำแนกเหตุการณ์ จะประกอบไปด้วย วิธีการ MLP, CNN, Bi-LSTM และ 
CNN+LSTM โดยใช้การเปรียบเทียมค่าความถูกต้องของทั้ง 4 วิธีการ สำหรับการตรวจหาเหตุการณ์
การจราจร การระบุประเภทของอุบัติการณ์ การระบุความรุนแรงของเหตุการณ์บน Twitter ภาษาไทย 
โดยผลการทดลองจะแสดงให้เห็นว่าการพัฒนาระบบตรวจจับการเกิดอุบัติการณ์ สามารถพิจารณาเลือกใช้
รูปแบบวิธีการสำหรับการตรวจจับและแยกแยะรูปแบบของข้อมูลต่าง ๆ ได้อย่างมีประสิทธิภาพโดยการ
ประมวลผลร่วมกันระหว่างวิธีการ โดยการเรียนรู้แบบ CNN+LSTM ที่มีผลลัพธ์ในการตรวจจับการเกิด
อุบัติการณ์ได้ดีที่สุด ด้วยความแม่นยำ (DR) เท่ากับ 94.06 % และการแจ้งเตือนความผิดพลาด (FAR) 
เท่ากับ 5.94 % ในขณะที่การระบุรูปแบบของอุบัติการณ์โดยวิธีการ CNN ระบุรูปแบบได้ดีที่สุดถึง ด้วย
ความแม่นยำ (DR) เท่ากับ 85.29 % และการแจ้งเตือนความผิดพลาด (FAR) เท่ากับ 14.71 % และการ
ระบุระดับความรุนแรงของอุบัติการณ์ โดยวิธีการ Bi-LSTM ระบุความรุนแรงได้ดีที่สุดถึง ด้วยความ
แม่นยำ (DR) เท่ากับ 88.53 % และการแจ้งเตือนความผิดพลาด (FAR) เท่ากับ 11.47 % 
 ทั้งนี้ผลสำเร็จของงานวิจัยดังกล่าวนี้ แสดงให้เห็นถึงแนวทางการพัฒนาระบบตรวจจับอุบัติการณ์ 
จำแนกรูปแบบของอุบัติการณ์ที่เกิดขึ้น และระดับความรุนแรงของอุบัติการณ์ จากการทวีตข้อความที่
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แบ่งปันผ่านแพลตฟอร์มสื่อสังคมออนไลน์ชื่อ Twitter เพ่ือเป็นการทดแทนการลงทุนการติดตั้งอุปกรณ์
ตรวจจับสภาพจราจร (Traffic Sensor) หรือกล้องประมวลผลภาพ (Image Processing Camera) เพ่ือ
การตรวจจับการณ์เกิดอุบัติการณ์อัตโนมัติในพื้นที่ที่อยู่ในระยะทำการ ซึ่งจะเป็นการลงทุนงบประมาณ
จำนวนมากถ้าจะต้องติดตั้งให้ครอบคลุมต่อพ้ืนที่ผิวจราจรทั้งหมดทั่วเขตพ้ืนที่กรุงเทพมหานคร โดยการ
ตรวจจับข้อความการแจ้งเหตุอุบัติการณ์ในงานวิจัยนี้นำเสนอกระบวนการแบ่งคำจากประโยคที่ได้รับมา 
และตรวจหาคำเฉพาะที่อยู่ในกลุ่มคำที่คาดว่าน่าจะเป็นคำที่ให้ข้อมูลการแจ้งการเกิดอุบัติการณ์และ
รายละเอียดของเหตุการณ์ จากเทคนิคการตรวจสอบความถี่ของคำในรูปแบบ Word Cloud เพ่ือเป็นคำที่
ป้อนเข้าสู่กระบวนการตัดสินใจของ กระบวนการประมวลผลที่ได้รับจากรูปแบบการเรียนรู้เชิงลึก  แบบ
ผสมผสานร่วมกันระหว่างวิธีการ CNN, LSTM และ CNN+LSTM ดังผลการทดสอบ ซึ่งเป็นเทคนิคและ
วิธีการผสมผสานใหม่สำหรับการตรวจจับข้อความภาษาไทยในการแจ้งเหตุและแยกแยะรูปแบบการเกิด
อุบัติการณ ์สำหรับการนำไปพัฒนาและปรับใช้ในระบบอัตโนมตัิในอนาคตต่อไปได้ 
 
7.2 แนวทางการศึกษาและพัฒนาต่อ 
 การศึกษาวิจัยในอนาคต การเลือกรูปแบบของวิธีการเรียนรู้เชิงรุกสำหรับการวิเคราะห์และแยกแยะ 
สถานการณ์ รูปแบบ และความรุนแรง ไม่มีวิธีการใดจะสามารถทำได้ดีที่สุดกับทุกเงื่อนไขที่ต้องการ
ตรวจสอบ แต่ผู้วิจัยต้องเลือกใช้รูปแบบของวิธีการเรียนรู้เชิงรุกที่แตกต่างกันไปเพ่ือการแก้ไขปัญหาการ
ทำงานคนละปัญหา ในรูปแบบแยกการประมวลผลการทำงานต่างรูปแบบข้อมูลและสถานการณ์นั้น ๆ  
ซึ่งการเปลี่ยนแปลงบางเงื่อนไข สามารถส่งผลต่อผลลัพธ์การทำงานได้ทุกความเป็นไป เพ่ือให้การศึกษา
วิจัยเชิงลึกในโจทย์งานวิจัยนี้มีความแม่ยำและยืดหยุ่นต่อการนำไปพัฒนาใช้งานในอนาคต ผู้วิจัยควร
ทดสอบกับข้อมูลจากแหล่งที่มา และหลากหลายช่องทางมากขึ้นผลลัพธ์งานวิจัยที่ได้ดังกล่าว จะสามารถ
ชี้นำแนวทางความเชื่อมั่นได้มากยิ่งขึ้นต่อไป 
 ทั้งนี้งานวิจัยนี้นำเสนอการตรวจจับการเกิดอุบัติการณ์และการจำแนกรูปแบบและความรุนแรงของ
อุบัติการณ์ด้วยการประมวลผลข้อมูลข้อความ (Content) ที่มีการแบ่งปันทวีต ในขณะที่การแบ่งปัน
ดังกล่าว สามารถแนบไฟล์ภาพ (Image) หรือภาพเคลื่อนไหว (Video) ซ่ึงข้อมูลแนบดังกล่าวสามารถ
นำมาใช้ในการตรวจสอบร่วมกันกับการตรวจสอบจากข้อความได้ โดยการประยุกต์ใช้การเรียนรู้เชิงลึก
แบบ CNN เข้ามาร่วมเรียนรู้ เป็นต้น 



บทท่ี 8 
 

แผนการนำไปใช้ประโยชน์เชิงพานิชย์ 
(Commercialization Plan) 

 
 

8.1 รูปแบบสำคัญเพื่อดำเนนิการทางธุรกิจ (Business Model) 
 ในการศึกษาวิจัยงานวิจัยนี้ มีวัตถุประสงค์ต้องการศึกษาออกแบบกระบวนการประมวลผลข้อมูล
ภาษาไทยในระบบทวิตเตอร์เพ่ือจำแนกข้อความการแจ้งอุบัติการณ์บนถนน สำหรับการส่งข้อความ
ดังกล่าวต่อให้กลับเจ้าหน้าที่หรือผู้ที่มีหน้าที่อำนวยการหรือบริหารจัดการจราจรต่อไป เพ่ือเป็นการ
ทดแทนการติดตั้งอุปกรณ์ตรวจวัดสภาพจราจรหรือกล้องตรวจจับเหตุการณ์ที่มีระยะและขอบเขตพ้ืนที่ใน
การทำงาน โดยกระบวนการที่ถูกออกแบบจะถูกพัฒนาขึ้นอยู่ในรูปแบบเว็บแอปพลิเคชัน บนเครื่อง 
แม่ข่ายที่ผู้วิจัยได้เช่าใช้บริการ และทำการจำหน่ายการให้บริการแบบเก็บค่าบริการใช้งานระบบแบบรายปี 
(Yearly Subscription) พร้อมการให้สิทธิการเข้าใช้งานผ่านชื่อประจำตัวหน่วยงานต่อไป 
 

 
ภาพ 8.1 สถาปัตยกรรมระบบและการดำเนินการทางธุรกิจ  
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 ระบบการให้บริการดังกล่าว จะถูกพัฒนาขึ้นในรูปแบบเว็บแอปพลิเคชัน ทำงานรว่มกับชุดคำสั่ง
เฉพาะที่มีการทำงานแบบตลอดเวลาบนเครื่องแม่ข่ายให้บริการด้วยภาษา Python ซึ่งจะประกอบไป
ด้วยการทำงานสำคัญ 3 ขั้นตอน กระบวนการเชื่อมโยงข้อมูลข้อความจากทวิตเตอร์ผ่าน Twitter API 
ทำหน้าแบบเบื้องหลัง (Background Process) เสมือนมีเจ้าหน้าที่ทำงานดึงข้อความที่ถูกทวีตใหม่
เข้าสู่ระบบคัดกรองแบบอัตโนมัติ กระบวนการแยกประโยคเป็นคำ (Text Classification) เพ่ือนำเข้า
สู่กระบวนการตรวจสอบคำว่าเป็นคำที่อยู่ในกลุ่มคำที่ปรากฎในประโยคแจ้งเหตุอยู่บ่อย ๆ หรือไม่ 
เพ่ือใช้เป็นคำที่พบป้อนเข้ากระบวนการแยกแยะโดยสมองกล (Machine Classify) โดยระบบการ
เรียนรู้เชิงลึก  ในรูปแบบต่าง ๆ ตามที่ได้รับการเลือกใช้และปรับประสิทธิภาพจนมีประสิทธิภาพสูงสุด 
ดังแสดงในภาพ 8.2 
 
 ในการให้บริการผู้สมัครใช้บริการระบบรวบรวมข่าวอุบัติการณ์จากช่องทางทวิตเตอร์อัตโนมัติ
นั้น จะได้ชื่อผู้ใช้งาน (User) เพ่ือใช้ในการยืนยันตัวตนเข้าใช้บริการ ดังแสดงในภาพ 8.3 ผ่านการ
เรียกใช้บริการบนเว็บแอปพลิเคชันไปยัง URL ที่ระบบแม่ข่ายให้บริการที่ผู้พัฒนาระบบจดทะเบียนไว้ 
สำหรับเป็นการตรวจสอบสิทธิการเข้าใช้งานและขอบเขตพ้ืนที่ที่หน่วยงานต้องการรับทราบและ
ตรวจสอบ ทั้งนี้ระบบดังกล่าวที่ถูกพัฒนาขึ้น มีความสามารถรองรับในการรวบรวมข้อมูลข่าวสาร
การจราจรได้ทั่วพ้ืนที่ในประเทศไทย แต่ในงานวิจัยนี้จะกำหนดขอบเขตการรวบรวมข้อมูลเฉพาะใน
เขตพ้ืนที่กรุงเทพมหานครและปริมณฑลเพ่ือกำหนดให้มีปริมาณข้อมูลที่ต้องประมวลผลอยู่ในระดับที่
สามารถประมวลผลและให้บริการได ้
 

 
ภาพ 8.2 กระบวนการให้บริการระบบรวบรวมข่าวอุบัติการณ์จากช่องทางทวิตเตอร์อัตโนมัติ  
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 หลังจากผู้ใช้งานทำการ Login เข้าใช้งานระบบจากหน้าจอการตรวจสอบสิทธิ์ ระบบจะแสดงข้อมูล
รายการข้อความที่ผ่านกระบวนการตรวจจับเหตุการณ์ทั้งหมด ทั้งข้อความที่เป็นการประกาศข่าว
ประชาสัมพันธ์ทั่วไป และการแจ้งเหตุอุบัติการณ์ ซึ่งผู้ใช้งานสามารถตรวจสอบ โดยการคัดกรองให้
แสดงผลเฉพาะรายการที่เป็นอุบัติการณ์เท่านั้นได้ โดยเหตุการณ์ที่เป็นอุบัติการณ์จะมีรายละเอียดรูปแบบ
และความรุนแรงของอุบัติการณ์แนบในส่วนท้าย พร้อมให้เจ้าหน้าที่ทำการยืนยันผลการตรวจสอบว่า
ข้อความที่รายงานเป็น เหตุการณ์อุบัติการณ์จริงหรือไม่ เพ่ือเก็บบันทึกข้อมูลไว้สำหรับการพัฒนาเรียนรู้
ได้ในอนาคตและเป็นการรับทราบแจ้งเตือน 
 

 
ภาพ 8.3 การตรวจสอบสิทธิการเข้าใช้งานโดยการระบุ User Name  

 

 
ภาพ 8.4 การรายงานข้อความทีผ่่านการตรวจสอบการตรวจจับอุบัติการณ์ 
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 ในส่วนสุดท้ายผู้ ใช้งานจะสามารถดูข้อมูลสรุปผลการทำงานได้ ที่ หน้าจอแสดงข้อมูลสรุป 
(Dashboard) โดยจะประกอบไปด้วยกราฟข้อมูล 2 กราฟ โดยกราฟที 1 ดังแสดงข้อมูลด้านซ้ายของภาพ
ที่ 8.5 จะแสดงจำนวนข้อมูลเหตุการณ์การแจ้งเตือนจากช่องทางหรือบัญชีต่าง ๆ ที่มีการเชื่อมโยง เพ่ือให้
เห็นความเกี่ยวข้องและความเคลื่อนไหวของแหล่งที่มาของข้อมูล และกราฟที่ 2 ดังแสดงข้อมูลด้านขวา
ของภาพที่ 8.5 จะเป็นการแสดงสรุประหว่างจำนวนข้อความการแจ้งข้อมูลข่าวสารทั่วไปเทียบกับจำนวน
ข้อความการแจ้งเหตุอุบัติการณท์ั้งหมดของทุกช่องทางทุกบัญชี 
 

 ด้วยระบบงานที่ถูกพัฒนาขึ้นถูกติดตั้งบนเครื่องแม่ข่ายเสมือน (Virtual Private Server: VPS) 
พร้อมหมายเลข IP แบบ Public IP ทำให้ผู้ใช้บริการภายนอกสามารถเรียกใช้งานระบบได้โดยการอ้างถึง
หมายเลขดังกล่าวผ่านเว็บบราวเซอร์ (Web Browser) บนระบบเครือข่ายอินเทอร์เน็ตได้ทันที โดยมี
คุณสมบัติ ดังแสดงในตาราง 8.1 
 

 
ภาพ 8.5 การรายงานสรุปจำนวนข้อความแต่ละช่องทางและจำนวนเหตุการณ์  

 

ตาราง 8.1 คุณสมบัติของเครื่องแม่ข่าย VPS สำหรบัการติดตั้งระบบและให้บริการ 
ลำดับ รายการ รายละเอียด 

1 หน่วยประมวลผล (CPU) 8 Core 2.6 GHz 
2 หน่วยความจำสำรอง (RAM) 32 Gbyte 
3 หน่วยความจำหลัก (Disk) 700 Gbyte (SSD) 
4 ความเร็วการสื่อสาร (Bandwidth) Domestic 1 Gbps / International 200 Mbps 
5 ระบบปฏิบัติการ (Operating System) Microsoft Window Server 2019 (STD) 
6 ฐานข้อมลู (Database System) MySQL 
7 เว็บเซิร์ฟเวอร์ (Web Server) IIS 
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8.2 แผนการใช้ประโยชน์ของผลิตภัณฑ์ในเชิงธุรกิจ (Business Plan) 
 8.2.1 แผนกลยุทธ์  
  ดำเนินการจัดทำระบบงานในการตรวจจับอุบัติการณ์ทางบก ในรูปแบบเว็บแอปพลิเคชันที่
ง่ายต่อการใช้งาน และใช้งบประมาณในการลงทุนที่ต่ำกว่า การจัดตั้งโครงการลงทุนของภาครัฐแบบเดิม 
ด้วยการอาศัยการเติบโตของข้อมูลในสื่อสังคมออนไลน์ ร่วมกับกระบวนการคิดเชิงนวัตกรรมในรูปแบบ
ระบบง่าย บนการจัดซื้อจัดจ้างแบบ G2G กับหน่วยงานภาครัฐที่เกี่ยวข้อง ตามนโยบายการสนับสนุน
ธุรกิจด้านนวัตกรรมของคนไทย 
 
 8.2.2 เป้าหมาย  
  1) สามารถพัฒนาและเปิดให้ระบบงานที่ทำหน้าที่รวบรวมและตรวจจับข้อความการแจ้งเหตุ
อุบัติการณ์อัตโนมัติ สำหรับเหตุการณ์ที่เกี่ยวข้องกับการขนส่งและจราจรทางบกได้ 
  2) สามารถทดแทนการลงทุนการติดตั้งอุปกรณ์และระบบงานที่ใช้ในการเฝ้าระวังหรือ
ติดตามเหตุอุบัติการณ์ที่มีการลงทุนด้วยประมาณที่สูงได้ โดยการใช้ระบบงานที่ถูกพัฒนาขึ้นจากงานวิจัย
นี้ในรูปแบบการจัดซื้อจัดจ้างระบบงานระหว่างภาครัฐ 
  3) สามารถให้บริการระบบงานได้อย่างต่อเนื่องโดยการรับค่าบำรุงรักษาระบบงานจาก
ผู้ใช้บริการระบบงาน ทดแทนงบประมาณการลงทุนบำรุงรักษาอุปกรณร์ะบบงานเดิมที่มีมูลค่าสูง 
 
 8.2.3 การทบทวนเพื่อการใช้ประโยชน์ 
  เมื่อพิจารณาทบทวนการใช้ประโยชน์จากระบบงานที่ถูกพัฒนาขึ้นจากงานวิจัยนี้ จะสามารถ
ดำเนินการจัดทำแผนการใช้ประโยชน์ได้ 3 ระยะ ดังนี้ 
  8.2.3.1 ระยะสั้น เป็นการดำเนินการกระตุ้นและส่งเสริมให้เปลี่ยนแปลงการลงทุนภาครัฐให้
มีความเข้าใจและทดลองใช้ เพ่ือเริ่มต้นและเปรียบเทียบผลลัพธ์เชิงประสิทธิภาพกับมูลค่าลงทุน ให้เห็น
ความคุมค่ากับทุกหน่วยงานเป้าหมายในช่วง 1 – 2 ปีแรกทีเ่ริ่มให้บริการระบบงาน 
  8.2.3.2 ระยะกลาง เป็นการพัฒนาปรับปรุงประสิทธิภาพระบบ ในช่วงเวลา 3 – 5 ปีถัดมา 
โดยผู้พัฒนาระบบต้องมีการเชื่อมโยงบัญชีผู้ใช้งานอย่างหลากหลายและครอบคลุมมากขึ้น เพ่ือให้
หน่วยงานผู้ใช้งานได้รับข้อมูลอย่างครอบคลุมพ้ืนที่มากที่สุด 
  8.2.3.3 ระยะยาว เป็นการดำเนินงานในช่วงเวลาหลังการดำเนินงานกิจกรรมโครงการดงักล่าว
มาอย่างต่อเนื่องไม่น้อยกว่า 5 ปี ซึ่งจะเป็นช่วงเวลาที่ระบบสามารถทำงานได้อย่างต่อเนื่องและอัตโนมัติได้
อย่างถูกต้องและเชื่อถือได้ ผู้ใช้งานระบบสามารถลดต้นทุนโดยการรวมศูนย์ข้อมูล และเจ้าหน้าที่บริหาร
จัดการลงให้เหลือเพียงศนูย์ประสานงานกลางอย่างยั่งยืนในพ้ืนที่ส่วนกลางจุดเดียวได้ 
 
 8.2.4 แผนการใช้งานอย่างยั่งยืน 
  ด้วยระบบงานนี้เป็นระบบงานที่ต้องอาศัยแหล่งข้อมูลต้นทางจากการแจ้งเหตุโดยผู้ใช้ถนน 
ดังนั้นความยั่งยืนของระบบงานจะสัมพันธ์กับความน่าเชื่อถือ ความรวดเร็ว และความร่วมมือในการให้
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ข้อมูลข่าวสารจากประชาชนผู้ใช้ถนนหรือผู้ประสบเหตุโดยตรง ดังนั้นผู้ใช้งานระบบหรือหน่วยงานต้น
สังกัดเจ้าของระบบต้องมีการประชาสัมพันธ์ถึงประโยชน์ที่เกิดขึ้นเพ่ือสร้างกระแสและความตระหนักรู้ทาง
สังคม ประกอบกับการเชิญชวนเข้าร่วมโดยการมอบรางวัลหรือเกียรติบัตรสำหรับผู้มีส่วมร่วมในรูปแบบ
ต่าง ๆ เช่น เป็นผู้แจ้งเหตุที่ถูกต้องมากที่สุดในปีนั้น เป็นผู้แจ้งเหตุได้อย่างรวดเร็วที่สุด เป็นต้น เพ่ือให้เกิด
ความร่วมมือกับภาคประชาชนที่เป็นข้อมูลต้นทางอย่างยั่งยืนต่อไป 
 
8.3 การวิเคราะห์ผลตอบแทนทางเศรษฐศาสตร์ 
 การวิเคราะห์ผลตอบแทนทางเศรษฐศาสตร์ในงานวิจัยนี้จะเมินจากการสรุปเงินลงทุนเปรียบเทียบ
ระหว่างการเลือกใช้เทคโนโลยีที่มีในปัจจุบัน กับการลงทุนเช่าใช้บริการจากระบบที่ถูกพัฒนาขึ้น ทั้งนี้การ
ประเมินดังกล่าวจะประกอบไปด้วยการพิจารณา 2 ส่วน คือ ส่วนที่หนึ่ง เป็นส่วนต้นทุนในการพัฒนาและ
จัดเตรียมโครงสร้างพ้ืนฐานในการให้บริการระบบ เพ่ือใช้ในการประเมินต้นทุนราคาการให้บริการ และ
ส่วนที่สอง เป็นส่วนการประเมินเงินลงทุนโครงการตามกรอบแนวทางการพัฒนาและติดตั้งระบบใน
ปัจจุบัน เปรียบเทียบกับการลงทุนเช่าใช้บริการระบบงานที่ถูกพัฒนาขึ้น โดยมีข้อมูลและรายละเอียด 
ดังนี้  
 
ตาราง 8.2 รายละเอียดต้นทุนการพัฒนาและจัดเตรียมโครงสร้างพ้ืนฐานในการให้บริการระบบต่อปี 
ลำดับ รายการ ตอ่หน่วย จำนวน หน่วย มูลค่ารวม 

1 ต้นทุนในการลงทุนครั้งแรก (CAPEC)    1,320,000 
1.1 ค่านักวิเคราะห์และออกแบบระบบ (SA) 

(1 คน คนละ 60,000 บาท ทำงาน 8 ชม.) 
60,000 6 เดือน 360,000 

1.2 ค่านักพัฒนาปรับปรุงระบบ (Programmer) 
(2 คน คนละ 40,000 บาท ทำงาน 8 ชม.) 

80,000 6 เดือน 960,000 

2 ต้นทุนดำเนินงาน (OPEC)    227,190 
2.1 ค่าเช่าใช้บริการคอมพิวเตอร์แม่ข่าย (VPS) 3,000 12 เดือน 32,400 
2.2 ค่าลิขสิทธิ์ระบบปฏิบัติการ (OS) 900 12 เดือน 10,800 
2.3 ค่าบริการชื่อโดเมนเว็บ (Domain Name) 390 1 ปี 390 
2.4 ค่าลิขสิทธิ์ฐานข้อมูล (DBMS: MySQL) - 1 ปี - 
2.5 ค่าลิขสิทธ์เว็บเซิร์ฟเวอร์ (Web Server: IIS) - 1 ปี - 
2.6 ค่าเจ้าหน้าที่บำรุงรักษาระบบ 15,000 12 เดือน 180,000 

 ราคาจำหน่ายระบบ ในปีที ่1 (1) + (2) 1,547,190 1.5 เท่า 2,320,785 
 ราคาจำหน่ายในปีท่ี 1 รวมภาษ ี 2,320,785 7 % 2,483,240 
 ราคาบำรุงรักษาในปีท่ี 2 เป็นต้นไป 227,190 1.5 เท่า 340,785 
 ราคาบำรุงรักษาในปีท่ี 2 รวมภาษี 340,785 7 % 364,640 
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ตาราง 8.3 การเปรียบเทียบการลงทุนระหว่างการติดตั้งอุปกรณ์แบบเดิมกับการเช่าใช้ระบบงานใหม่ 

ลำดับ รายการ 
งบประมาณ (บาท) 

ระบบงานเดิม ระบบงานนำเสนอ 
1 งบดำเนินงานโครงการ ระยะทาง 20 กม. * 15,555,232 2,483,240 
2 งบบำรุงรักษา (เฉลี่ยต่อปีจากค่าใช้จ่าย 5 ปี) ** 1,306,639 364,640 

หมายเหตุ * อ้างอิงโครงการจัดซื้อจัดจ้างภาครัฐ (หน่วยงานด้านการคมนาคมขนส่ง) ทีเ่ทียบเคียงในปีงบประมาณ 2564 
  ** ประเมินงบประมาณตามมาตรฐาน ICT ค่าใช้จ่ายบำรุงรักษา อัตราก้าวหน้า 7 %, 8 %, 9 % ต่อปีจาก
  งบประมาณ 
 

 จากตาราง 8.2 และ 8.3 จะแสดงให้เห็นที่มาของราคาต้นทุนและราคาในการให้บริการระบบงาน 
เพ่ือนำมาเปรียบเทียบกับการลงทุนโครงการในลักษณะจัดหาและพัฒนาอุปกรณ์มาติดตั้งและบำรุงรักษา
ระบบงานตามรูปแบบการดำเนินงานในปัจจุบันกับการเช่าใช้บริการจากระบบงานที่ถูกพัฒนาขึ้นจาก
งานวิจัยดังกล่าว แสดงให้เห็นว่า การเช่าใช้ระบบงานที่นำเสนอ หน่วยงานสามารถลดงบประมาณการ
ลงทุนเป็นเงินจำนวน 13,071,992 บาท หรือคิดเป็น 84.04 % จากวงเงินงบประมาณการลงทุนเดิม และ
สามารถลดงบประมาณบำรุงรักษาได้เฉลี่ยปีงบประมาณละ  942,000 บาท หรือคิดเป็น 72.09 % จาก
วงเงินงบประมาณเดิม ซึ่งสามารถสรุปได้ว่า ระบบงานที่ถูกพัฒนาขึ้นจากงานวิจัยนี้ จะสามารถช่วยลด
งบประมาณการลงทุนโครงการได้ 
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